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1 はじめに

自動車の案内として，機械によるカーナビゲーション
と人間によるナビゲーションの 2つが考えられる．カー
ナビゲーションとは既存のカーナビゲーションシステ
ムのことであり，車載モニターのデジタル地図と，右左
折地点からの距離や方角，道路名を基準にした案内文
によりナビゲーションをする．そのため，「100m先を右
方向です」「〇〇通りを北に進んでください」といった
定型文による案内であるが，直感的な理解が難しいこ
とがある．よって，複雑な構造の道の場合ナビゲーショ
ンを誤解してしまうことや，モニターを注視して注意
力が散漫になってしまう等の問題がある．一方，人間
によるナビゲーションでは，同乗者が視認した周辺環
境の情報を利用して，建物や周辺車等を利用して案内
を行う．そのため，「ガソリンスタンドがある交差点を
右方向です」「前の黄色い車に付いて行ってください」
と言った状況に合わせた案内になり，直感的に理解し
やすい．また，人間は空間を認知する際に距離ではな
く建物等の物体を用いる傾向がある [1]．よって，カー
ナビゲーションによる問題を防ぐことが可能であると
考えられるが，同乗者がいなければ成り立たない．
これらの問題点を解決するために，本研究では人間の
ナビゲーションをシステムで再現することを目標とし
た Human-like Guidance (HℓG)の実現を目的とする．
HℓGでは，「前方の赤い車を追従して次の交差点を右折
です」など状況に合わせたわかりやすい案内文でのナビ
ゲーションがシステムのみで可能となる．本研究では，
人間の運転中の視線情報と時系列情報を考慮したテン
ポラルシーングラフによるHℓGの実現を提案する．人
間の運転中の視線情報は，視線推定ネットワークを用
いて運転中の視線情報を学習し，運転者がどこを注視
しているか推定することで再現する．また，時系列を
考慮した周囲の環境情報を表すシーングラフであるテ
ンポラルシーングラフを提案し，推定した視線情報を
付与することで，人間が着目しているものをベースと
した案内文を生成する．

2 関連研究

本章では，視線推定と，グラフ構造から特徴抽出す
る手法について述べる．
2.1 視線推定
視線推定とは，人間が画像や動画像を与えられたと
き，どこを見ているのかを予測するタスクである．視線
推定の代表的な手法の 1つとして，Dilated Inception

Network (DINet) [2]がある．DINetは，入力画像の特
徴量から視線を推定し，人間の視線と推定結果を比較
することで視線を学習するエンコーダデコーダネット
ワークである．DINetでは，Dilated Residual Network

(DRN) [3]をエンコーダとし，Dilated Inception Mod-

ule (DIM)でマルチスケール特徴を補捉した後，デコー
ダで顕著性マップを生成する．
　 DRNは，畳み込み層を 50層とした Residual Net-

work (ResNet) [4]であるResNet-50に，拡張畳み込み
処理を導入したネットワークである．DRNは，視線推
定に用いられることが多い事前学習済みネットワークで
あり，同じく視線推定に用いられることの多いVGG-16

と比較して，広い受容野の特徴マップを獲得すること
が出来る．また，計算量も VGG-16より少ない．
　 DIM は，GoogLeNet[5] で提案された Inception モ
ジュールに拡張畳み込み処理を導入したものである．In-
ceptionモジュールのそれぞれの畳み込み処理を拡張率
の異なる拡張畳み込み処理に置き換えることにより，少
ないパラメータ数，短い学習時間で同程度またはそれ
以上の精度が達成可能である．
2.2 グラフ構造から特徴抽出
グラフ構造から特徴抽出する手法は一般に，Spatial

methods と Spectral methods の 2 つに大別される．
Spatial methodsはユーグリッド空間における演算のみ
でグラフ特徴を抽出する手法である．代表的な手法とし
て，最も基本的な枠組みを作成した手法である Graph

Neural Network (GNN) [6]や，その発展形であるGated

Graph Sequence Neural Networks (GGNN) [7]がある．
一方，Spectral methodsは，グラフに対してフーリエ
空間内で畳み込み処理を定義し，特徴を抽出する手法



図 1 提案手法の流れ

図 2 シーングラフの作成

である．代表的な手法として，Brunaら [8] による，畳
み込みの定理を応用したグラフにおける畳み込み処理
の定義や，Defferrard ら [9] による，近似式を用いる
ことでグラフ構造の局所性を考慮する手法がある．ま
た近年，KipfとWelling [10]によって Spatial methods

と Spectral methodsを統合するような手法が提案され
た．この手法は，Spectral methodsからの系譜を継い
だ手法ではあるが，ユークリッド空間での行列演算を用
いることで，グラフ特徴を抽出することを可能とした．
この手法のみを指してGraph Convolutional Networks

(GCN) と呼ぶことも多く，本研究ではこれに沿う．

3 提案手法

本研究では，時系列を考慮した周囲の環境情報を表
すテンポラルシーングラフを提案し，視線情報とテンポ
ラルシーングラフによるHℓGの実現手法について述べ
る．提案手法の概略を図 1に示す．提案手法ではまず，
周囲の状況をシーングラフとして表現する．同時に視
線推定モデルを用いて，着目対象を推定し，この視線
情報をシーングラフに追加する．次に，視線情報付き
シーングラフを任意の時刻分連結した，テンポラルシー
ングラフを作成する．作成したテンポラルシーングラ
フを Spatial Temporal Graph Convolutional Network

に入力し，テンポラルシーングラフの特徴量を獲得す
る．最後に，得られた特徴量から，Transformerによっ
て案内文を生成する．

図 3 ST-GCNによるテンポラルシーングラフ
の特徴抽出

3.1 運転者の視線の推定
人間の運転中の視線を再現するために，視線推定モ
デルである DINet[2]を用いて視線推定を行う．DINet

はRGB画像を入力とし，視線推定結果をヒートマップ
として出力する．ヒートマップから注視物体特定する
ために，閾値以上の領域の外接矩形を求める．学習で
は，出力したヒートマップと真値の視線座標を元にし
たマップとの誤差を求める．誤差関数には，Shengら
[2]が提案した線形正規化を用いた関数を使用する．こ
こで，視線情報には，通常運転時の視線情報ではなく，
ナビゲーションを行う際に着目しやすい対称に意図的
に誘導を行ったデータを用いる．これによって，HℓG

のナビゲーションに適した視線の推定が可能となる．
3.2 視線情報を付与したシーングラフ
時刻 tの周囲の状況のシーングラフGを，式 (3.2)の
ように定義する．ノードは vi = {オブジェクトクラス
，座標，車両名，色 }のように定義され，エッジには
ノード間の相対距離を用いる．

Vi = {viji = 1, ..., N}

Es = {vi, vjj(i, j) = H} (1)

G = {Vi, Es}

ここで，N は全体のノード数，H は全体のエッジ数を
表す．加えて，視線推定により得られた矩形と位置が



図 4 Transformerによる文章生成

一致するオブジェクトを着目対象とする．よって，ノー
ド集合を vgi = {オブジェクトクラス，座標，車両名
，色,　視線情報の有無 }と定義する．図 2に示すよう
に，視線情報を付与したシーングラフを式 (2)のように
定義する．

G = {V gi, Es} (2)

3.3 ST-GCNによる特徴抽出
各オブジェクトの位置関係について時系列情報を考
慮するために，ST-GCN [11]を用いる．現在から未来
T 時刻分について，各時刻のシーングラフのノード集
合を V gti = {vgtijt = 1, ..., T, i = 1, ..., N}，エッジ集
合を Es = {vti, vtjj(i, j) = H}と定義する．また，隣
接した他時刻における同じオブジェクトを接続するエッ
ジ Ef = {vti, v(t+1)i}を追加することで，テンポラル
シーングラフ Gt を式 (3)のように定義する．

Gt = {V gti, Es, Ef} (3)

図 3に示すように，グラフ畳み込み処理の際に，各時
刻で共通するノードを同時に畳み込む．これにより，オ
ブジェクト毎に移動を考慮した特徴量を獲得する．本
研究に用いる ST-GCNは，6層のグラフ畳み込み層を
用いてテンポラルシーングラフから特徴抽出を行う．
3.4 Transformerによる案内文生成
図 4に示すように，ST-GCNで得られたグラフ特徴
量から，着目対象を基にした案内文の生成を行う．文
章生成のモデルとして Transformer[12]を用いる．En-

corder6 層，Decorder6 層で構成されており，Trand-

former Encorderでは，ST-GCNで得られた各ノード
の特徴量をトークンとして入力する．Transformer De-

coderでは，Encorderから獲得したトークンをDecorder

の入力として用い，単語を出力する．この時，教師デー
タとして該当シーンにおける正解となる案内文を用い
る．正解の案内文は，該当シーンにおける真値の視線情

(a) 自車両と進行方向が同じ場合

(b) 自車両と進行方向が異なる場合

図 5 データセット内の案内文例

報を用いてルールベースで作成する．これにより，各オ
ブジェクトに対応したナビゲーション文を生成できる．

4 評価実験

本実験では，視線推定モデルの学習において，意図
的な誘導を行った視線データの有効性の検証，提案し
た手法における時系列情報の有無による影響を，それ
ぞれの実験で生成された文章を用いて評価する．
4.1 データセット
DINetとテンポラルシーングラフのデータセットに
は，それぞれ自動運転開発シミュレータであるCARLA

Simulaterで作成した動画像を用いる．DINetでは，全
20シーン，合計約 20万フレームの運転シーンの動画



Straight at the intersection following the ambulance.

Straight at the intersection where you see the audi.

RGB画像

ナビゲーションに適した視線情報通常運転時の視線情報

視線推定結果

ナビゲーションに適した視線情報

通常運転時の視線情報

(a) 異なる視線情報による直進シーンでの案内文生成例

Turn right at the intersection, following the human group.

Turn right at the intersection, following the ambulance.

RGB画像

ナビゲーションに適した視線情報通常運転時の視線情報

視線推定結果

ナビゲーションに適した視線情報

通常運転時の視線情報

(b) 異なる視線情報による右折シーンでの案内文生成例

人

自車両

他車両

RGB画像

Straight at the intersection where kawasaki ninja is located.

Straight at the intersection following kawasaki ninja.

時系列情報無し

時系列情報有り

シーングラフ視線推定結果

(c) 前方車追従シーンの案内文生成例

RGB画像

視線推定結果

Turn right at the intersection where the human human human ....

Turn right at the intersection, following the human group.

時系列情報無し

時系列情報有り

人

自車両

他車両

シーングラフ

(d) 右折シーンの案内文生成例

図 6 各実験における案内文比較

像と，それらに対する人間の視線情報をデータセット
とする．テンポラルシーングラフからの文書生成では，
全 14シーン，合計 1672フレームの運転シーンの動画
像と，各フレームに存在する全てのオブジェクトに対
する案内文をデータセットとする．ここで，案内文は
ルールベースでオブジェクトに対する文章である．オ
ブジェクトが人の場合，2名以上が近距離に位置してい
る時は集団とし，集団に対する案内文とした．案内文
作成のルールは，進行方向，対象オブジェクトの名前，
進行方向に対する自車両の行動を含む文とすることで
ある．対象オブジェクトは，該当シーンにおける視線
情報を用いて選択する．自車両の行動に関する指示は，
対象オブジェクトの進行方向と自車量の進行方向が同
じであれば追従，異なる場合は対象オブジェクトの位
置を用いる．案内文の例を図 5に示す．

4.2 実験概要
テンポラルシーングラフを作成する際に考慮する時
系列情報は，現在時刻から未来 10時刻分とする．視線
推定モデルの有効性を確認する評価では，2 つの視線
データの収集方法を比較する．1つ目は通常運転時の視
線データであり，カーナビゲーションのように指示を
行って収集した．2つ目はナビゲーションに適した視線
データであり，ナビゲーションを行う際に着目しやすい
対象を継続的に見るように指示をして収集した．また，
文書生成には，時系列情報ありのモデルを使用する．次
に，文書生成の評価として，時系列情報の有無による
比較を行う．時系列情報を用いない場合，入力するシー
ングラフは現在時刻のみとし，特徴抽出は ST-GCNの
代わりにGCN[10]を用いる．また，DINetの学習には
ナビゲーションに適した視線を用いる．



4.3 異なる視線情報による比較
図 6(a)および図 6(b)に案内文生成結果の例を示す．
図 6(a)に示すように，通常運転時の視線を用いた場合
は対向車を対象としており，直進の指示に対して直感
的に分かりづらい案内であることが確認できる．一方，
ナビゲーションに適した視線を用いた場合前方車に対
して追従する案内となっており，直感的に理解できる案
内であることが確認できる．また，図 6(b)に示すよう
に，通常運転時の視線を用いた場合は「human group」
に対して「following」となっており，不適切な案内文
であることが確認できる．一方，ナビゲーションに適
した視線を用いた場合「following the ambulance」と
なっており，該当シーンでは救急車は直進しているた
め，不適切なナビゲーションであることが確認できる．
しかし，ナビゲーションに適した視線を用いたことで，
視覚的に発見しやすいと考えられる救急車を対象とし
ている考えられる．したがって，ナビゲーションに適
した視線は有効な手段であると言える．
4.4 時系列情報の有無による比較
図 6(c) および図 6(d) に生成結果例を示す．図 6(c)

に示すように，時系列情報ありの場合は「following

kawasaki ninja」と移動をともなう案内文が生成され
ている．したがって，動的なオブジェクトに着目したわ
かりやすいナビゲーションの生成できていることが確
認できる．一方で，時系列情報なしの場合，「kawasaki

ninja is located」と移動をともなわない案内文が生成さ
れている．時系列情報がない場合でも，動的なオブジェ
クトに着目はできているが，「following」が「located」
となっており，動きの情報が欠落していることが確認
できる．また，図 6(d)の場合では，時系列情報ありの
場合は進行先に対する行動が「following」であり，該当
シーンにおいて不適切なナビゲーションになっている
と確認できる．一方で，時系列情報なしの場合では，目
標となる「human」の単語が繰り返しになっているこ
とが確認できる．したがって，時系列情報の有無に関わ
らず図 6(d)の場合では案内文の生成が失敗していると
言える．しかし，時系列情報ありの場合では，「human

group」を生成できている．これは，時系列情報を導入
したことにより各時刻における「human group」が紐
づけられ，認識できたと考えられる．これらの結果か
ら，時系列情報を導入することはHℓGにおいて有効で
あることが確認できた．
自然言語生成の指標における定量的評価を表 1に示
す．表 1より，時系列情報を導入することによって各評
価指標での精度が向上しており，目的である Human-

like Guidanceに重要となる自然な案内文が生成されて
いる．したがって，時系列情報の導入が有効な手段で
あることが確認できる．

表 1 時系列の有無による定量的評価比較
時系列なし 時系列あり

Bleu 4 0.291 0.325

METEOR 0.199 0.223

ROUGE L 0.450 0.520

CIDEr 2.649 2.945

SkipThoughtCS 0.458 0.487

5 おわりに

本研究では，HℓGのための，視線情報埋め込みシー
ングラフと時系列情報を用いたナビゲーション生成手
法を提案した．視線情報と時系列情報を用いることで，
人間のような状況に合わせたナビゲーションの生成が
実現できた．視線推定の評価実験では，ナビゲーショ
ンに適した視線がHℓGにおいて有効であると確認でき
た．時系列情報の有無による評価実験では，時系列情
報を用いることがHℓGにおいて有効であることが確認
できた．今後の課題としては，視線推定モデルの変更
や HℓGに適切な評価指標の検討などが挙げられる．
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