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1 はじめに

動画共有サービスの普及により，多くの人々が熟練
者の動画を視聴することで，一般的なスキルだけなく
専門的なスキルの学習が可能となっている．学習者は
スキルを学習するために，動画共有サービスに数多く
アップロードされてる動画の中からスキル習得に適し
たコンテンツを選択する必要がある．しかしながら，学
習者は習得したいスキルに関する事前知識が乏しいた
め，適した動画を選択することは困難である．この問
題は，対象スキルの専門家が学習者に適した動画を提
供することで解決できるが，人的コストや時間的コス
トが高いため現実的ではない．したがって，専門家な
しで効率よく動画の選定をすることが重要となる．
スキル優劣判定は，動画内のスキルや能力を評価す
ることができる，コンピュータビジョンの分野におい
て重要なタスクである．スキル優劣判定によって，専
門家なしで人のスキルを評価し，スキルが高い動画を
自動的に選択することができるため，様々な用途に活
用することができる．Rank-aware Attention Networks

(RAAN) [2]は，スキル優劣判定手法の 1つであり，2

つの動画を入力することでスキルを相対的にランキン
グする．RAANの学習には，優劣の 2値ラベルが付与
された 2つの動画を入力して，Ranking Lossにより重
みの更新を行う．このとき，動画をK 個のセグメント
に分割し，全てのセグメントが正解になるよう学習す
る．優劣の 2値ラベルは動画全体を見てラベルが付与
されており，動画内に含まれる全てのセグメントが該当
するわけではない．しかしRAANは，優劣の差が無い
セグメントに対して全体に付与されたラベルを使用す
るため，誤った優劣判定を誘発するという問題がある．
本研究では，この問題を解決するアプローチとして，

Multiple Instance Learning (MIL) [6]を用いて，優劣
の差があるセグメントに着目したスキル優劣判定法を
提案する．提案手法は，動画をバッグ，動画から切り出
したセグメントをインスタンスとし，バッグのみにラ
ベルを付与して優劣判定を行う．これにより，優劣の差
があるインスタンスのみに着目した学習が可能となる．
また，優れた動作と劣った動作を個別に判定し，それ
ぞれの時間情報に関する判断根拠の獲得を目指す．

2 関連研究

本章では，スキル優劣判定の手法とMultiple Instance

Learningについて述べる．
2.1 スキル優劣判定
スキル優劣判定はスキルを評価する手法であるため，
医療 [4][13]やスポーツ [10][11]などの分野で多くの研
究が行われている．一方で，医療やスポーツのスキル優
劣判定は特定のスキルのみに特化しているため，全て
のスキルに使用できるスキル優劣判定の研究は少ない．
全てのスキルを評価することのできる手法として，

Pairwise Deep Ranking (PDR)[1]がある．PDRは，2

つの動画の相対的な優劣を考慮しスキルを判断する手
法である．PDR から派生した手法として Spatial At-

tention Networks (SAN) [5]と Rank-Aware Attention

Network (RAAN) [2] が存在する．Spatial Attention

mechanismを導入しているSpatial Attention Networks

(SAN) [5]は，RNNベースのスキル優劣判定手法を提
案し，前動作を考慮したスキル優劣判定を行うことがで
きる．Rank-Aware Attention Network (RAAN) [2]は，
比較的長い動画に対してスキル優劣判定を行う手法で
ある．この手法では，Temporal Attention mechanism

を導入し，動画内における優れたセグメントと劣った
セグメントをAttention Valueにより識別することがで
きる．
2.2 Multiple Instance Learning

Multiple Instance Learning (MIL) [6]は，弱教師あ
り学習の一種であり，深層学習分野でも様々な応用がな
されている．MILでは，各データ（インスタンス）に
ラベルが付与されておらず，複数のインスタンスから
なるバッグにラベルが付与されている．各インスタン
スにラベルを付与する必要がないため，アノテーショ
ンコストの削減ができる．2値分類をMILで解く場合，
バッグはポジティブバッグとネガティブバッグに分けら
れる．このとき，ポジティブバッグ内にはポジティブ
インスタンスのみではなくネガティブインスタンスも
含まれる．このことから，ノイズあり教師あり学習と
も捉える事ができ，ノイズに頑健な学習を行うことが
可能である．MILは医療用画像処理などの深層学習分
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図 1 提案手法の構造

野でも多く研究されている [3, 7, 9, 12]．その中でMIL

を動画像認識に応用した手法としてDeep MIL [8]が存
在する．Deep MILは異常検知手法の一つで，異常検知
にMILを組み合わせた手法である．Deep MILのよう
にスキル優劣判定は，２つの動画を比較する．このと
き比較する動画には優秀な動作だけではなく劣悪な動
作も含まれる事が考えられる．スキル優劣判定をMIL

で解くことにより，優秀な動作のみを着目する様な学
習が可能であると考えられる．

3 提案手法

本研究では，優劣の差があるセグメントに着目するた
めのスキル優劣判定手法である Skill MILを提案する．
3.1 ネットワークアーキテクチャ
提案手法の構造を図 1に示す．まず，動画をK 個の
セグメントに分割する．それぞれのセグメントから連
続する 16 フレームをランダムに選択する．提案手法で
はMILを導入するために，1つのセグメントをインス
タンス kとし，K 個のインスタンスの集合体をバッグ
β = {kx|x = 1, . . . ,K}と定義する．インスタンスには
ラベルを付与せず，バッグにのみラベルを付与して学習
を行う．入力は，優れたスキルを表す動画を piと，劣っ
たスキルを表す動画を pjのペアとする．動画は pi > pj

の関係であり，pi から構成されるバッグをポジティブ
バッグ βp，pjから構成されるバッグをネガティブバッグ
βnとする．βp，βnに含まれるインスタンス kpx，knx を
Feature extractorに入力する．Feature extractorから
の出力を，それぞれ Superior ranking module (SRM)

と Inferior ranking module (IRM)に入力する．その後，
SRMと IRMの出力を演算することで最終的なスコア
を獲得し，優劣判定を行う．
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図 2 Ranking moduleの構造

3.2 Ranking module

SRMと IRMの内部構造は同一であり，その構造を
図 2に示す．各モジュールは，3層の全結合層とAtten-

tion sub moduleで構成する．Feature extractorの出力
xを入力としたとき，Attention sub moduleはインス
タンスの重要度 Ax = {ak|k = 1, . . . ,K}を出力する．
各インスタンスの重要度 akの算出方法を式 (1)に示す．

ak =
exp{wT tanh(VxT

k )}∑K
j=1 exp{wT tanh(VxT

j )}
(1)

ここで，w,Vは学習するパラメータを表す．獲得した
インスタンスの重要度 Axは，式 (2)に示すように 3層
の全結合層からの出力である特徴マップ f (x)に重み付
けとして乗算し，重み付け前の特徴を加算する．これ
により，特徴マップの消失を抑制し，インスタンスの
重要度を優劣判定に反映させることができる．

f ′(x) = f (x) + (Ax · f (x)) (2)

3.3 損失関数と学習
Skill MIlで使用する損失関数について説明する．SRM
の損失関数 LS

top と LS
avg は，βp > βn の関係になるよ

う学習することで，動画内の優れた動作に焦点を当て
た学習ができる．Ltop は，バッグ内の最大値を比較す



る損失関数であり，Lavg は，バッグ内の平均値を比較
する損失関数である．LS

top と LS
avg を，式 (3)，式 (4)

に示す．
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ここで，f ′
Sは SRMの出力を表す．LS

topは，βnより βp

の方が最大値が高くなるよう学習し，LS
avgは，βnより

βp の方が平均値が高くなるよう学習する．
一方で，IRMの損失関数 LI

top と LI
avg は，βn > βp

の関係になるよう学習することで，動画内の劣った動
作に焦点を当てた学習が可能となる．LI

topと LS
avgI を，

式 (5)，(6)に示す．
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ここで，f ′
I は IRMの出力を表す．LI

topは，βpより βn

の方が最大値が高くなるよう学習し，LI
avg は，βpより

βn の方が平均値が高くなるよう学習する．
Skill MIL全体の損失関数を，式 (7)に示す．

L = LS
top + LI

top + λLS
avg + λLI

avg (7)

ここで，λは寄与率を調整するための係数であり，λ =

0.5を用いる．
3.4 優劣判定
本研究では．対応するインスタンスの優秀かどうか
を表すスコア scorehigh(sh)と，劣悪かどうかを表すス
コア scorelow(sl)を比較することでスキル優劣判定を
行う．それぞれ式 (8)，(9)により求める．
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sh と sl を比較し，スコアの高い方を判定結果とする．

4 評価実験

本章では，提案手法の有効性を検証する．
4.1 実験概要
提案手法の有効性調査を行う．比較する手法には

RAANを用いる．データセットにはBEST Dataset [2]

を使用する．RAANと実験条件を揃えるため，公開さ

Scram
bled eggs

Tie tie
Braid hair

Apply eyeliner 
Origam

i

図 3 BEST Datasetの例

表 1 BEST Datasetの詳細 ([2]より抜粋)．
#Videos #Pairs %Pairs Av.Length (s)

Scramble Eggs 100 2112 43% 170± 113

Tie Tie 100 3843 77% 81± 47

Braid Hair 100 3847 78% 179± 91

Apply Eyeliner 100 3743 76% 122± 105

Origami 100 3237 65% 386± 193

れている Best Datasetの I3D特徴を使用する．本 I3D

特徴は，Kinetics 400データセットで事前学習したモデ
ルを使用して抽出されている．また，使用する際は過学
習を抑制するためにノイズ {z|0 < z < 1}を I3D特徴
に加算してから実験を行う．最適化手法には Adamを
用い，学習率は 0.0001，バッチサイズを 128，K = 400

とし，試行回数を 2000エポックとした．
4.2 データセット
データセットの詳細を表 1にデータセットの例を図

3に示す．表 1について，#Videosは，そのスキルに
おける動画の総数，#Pairsは，データセットとして使
用できる優劣のアノテーションが付与されたペアの総
数，%Pairs は全体のペアから使用できるペア数の割
合，Av.Length は，動画の長さの平均を表す．BEST

Datasetは Scramble Eggs，Tie Tie，Apply Eyeliner，
Braid Hair，Origamiの 5スキルで，それぞれのスキル
はYouTubeから取得した動画で構成されている．BEST
Datasetは，YouTubeから各スキル毎に 100動画を選
択し，データセットとしている為，データセットとして
使用できるペア数が多いことが確認できる．YouTube
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図 4 高いスキルレベルの動画に対するインスタンスの重要度 (Origamiタスク)
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図 5 低いスキルレベルの動画に対するインスタンスの重要度 (Origamiタスク)

表 2 従来手法との比較 [%]

Method
Apply Braid

Origami
Scramble

Tie Tie Average
Eyeliner Hair Eggs

RAAN 84.3 74.4 78.8 84.4 87.1 81.8

Ours 83.4 75.2 80.7 90.3 87.1 83.3

から取得した動画で構成されている為，スキル内でも
カメラの視点，位置が固定ではない．また，スキルと
は関係のない映像が映っている場合がある．
4.3 従来手法との比較
従来手法であるRAANと比較した結果を表 2に示す．
表 2より，提案手法は平均して 1.5pt従来手法より精
度が向上した．特に Scramble Eggsタスクでは，5.9pt

向上した．
4.4 インスタンスの重要度の可視化
インスタンスの重要度の可視化例を図 4，図 5に示
す．図 4 (a)と図 5 (a)に示すように，SRMでは，動
画の中盤部分を強く重要視していることが確認できる．
これは中盤部分の作業が折り鶴の完成度に大きく影響
を与えている為だと考えられる．また，図 4 (a)では，
中盤部分のみではなく動画の終盤に対しても強く重要
視している．これはこの動画の終盤で，綺麗に折られ
た折り鶴をカメラに写しているためだと考えられる (図
中 V)．
一方で，IRMでは，図 4 (b)と図 5 (b)に示すよう
に動画の序盤や終盤を強く重要視していることが確認

表 3 インスタンスの重要度の反転時における精
度変化 [%]

Inversion
Apply Braid

Origami
Scramble

Tie Tie Average
Eyeliner Hair Eggs

before 83.4 75.2 80.7 90.3 87.1 83.3

after 53.6 63.9 52.8 51.1 78.1 59.9

できる．スキルレベルの低い動画は，折り直す動作を
複数回行うことが多い．序盤を重要視する原因は，複
数回行う折り目を付ける動作を折り直す動作と判定し
ているからだと考えられる．また終盤を重要視する原
因は，完成した折り鶴を見せている動画が多いからだ
と考えられる．
4.5 インスタンスの重要度の有効性
提案手法で獲得したインスタンスの重要度 Ax の有
効性を評価する．評価方法として，インスタンスの重
要度を反転させて推論を行う．反転する前と反転した
後での精度を比較することで精度がどれだけ低下する
かを調査する．表 3にインスタンスの重要度の反転時
の精度変化を示す．表 3より，インスタンスの重要度
の反転により大幅に精度が低下することが確認できた．
特に，Scramble Eggsタスクでは 39.2ptの低下が確認
できた．よって，スキル優劣判定に有効なインスタン
スの重要度を得られる事が確認できる．



表 4 Attention sub moduleの有無による精度
変化 [%]

Attention Apply Braid
Origami

Scramble
Tie Tie Average

sub module Eyeliner Hair Eggs

– 73.4 79.8 81.7 73.5 76.4 77.0

✓ 83.4 75.2 80.7 90.3 87.1 83.3

4.6 Attention sub moduleの有効性
提案手法では，Ranking module内の Attention sub

moduleによってインスタンスの重要度を獲得している．
そこで，Attention sub moduleの有効性を調査する．評
価方法として，Attention sub moduleが無い 3層の全
結合層のみで構成された Ranking moduleと，提案手
法で使用するAttention sub moduleを含めたRanking

module で精度を比較する．表 4 にインスタンスの重
要度の反転時の精度変化を示す．表 4より，Attention

sub module がない場合に比べ Attention sub module

が有る場合の方が平均して 6.3 pt精度が向上する事が
確認できた．

5 おわりに

本研究では Skill MIL を提案し，優劣の差があるセ
グメントに着目する学習を行い従来手法より高精度を
獲得した．また，インスタンスの重要度を獲得し，ネッ
トワークに応用することで，精度の向上と時間情報の
判断根拠が獲得可能なこと示した．今後は，空間情報
に対する重要度を獲得し，更なる精度向上を検討する．
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work for multiple-instance learning. In M. Jor-

dan, M. Kearns, and S. Solla, editors, Advances

in Neural Information Processing Systems, vol-

ume 10. MIT Press, 1998.

[7] Yale Song and Mohammad Soleymani. Polyse-

mous visual-semantic embedding for cross-modal

retrieval. In CVPR, 2019.

[8] Waqas Sultani, Chen Chen, and Mubarak Shah.

Real-world anomaly detection in surveillance

videos. In The IEEE Conference on Computer

Vision and Pattern Recognition (CVPR), June

2018.

[9] Xiaosong Wang, Yifan Peng, Le Lu, Zhiyong Lu,

Mohammadhadi Bagheri, and Ronald M. Sum-

mers. ChestX-ray: Hospital-Scale Chest X-ray

Database and Benchmarks on Weakly Supervised

Classification and Localization of Common Tho-

rax Diseases, pages 369–392. Springer Interna-

tional Publishing, Cham, 2019.

[10] Xiang Xiang, Ye Tian, Austin Reiter, Gregory D

Hager, and Trac D Tran. S3d: Stacking segmen-

tal p3d for action quality assessment. In the IEEE

International Conference on Image Processing,

pages 928–932, 2018.

[11] Chengming Xu, Yanwei Fu, Bing Zhang, Zi-

tian Chen, Yu-Gang Jiang, and Xiangyang Xue.

Learning to score figure skating sport videos. the

IEEE Transactions on Circuits and Systems for



Video Technology, 30(12):4578–4590, 2019.

[12] Jia-Xing Zhong, Nannan Li, Weijie Kong, Shan

Liu, Thomas H. Li, and Ge Li. Graph convolu-

tional label noise cleaner: Train a plug-and-play

action classifier for anomaly detection. In The

IEEE Conference on Computer Vision and Pat-

tern Recognition (CVPR), 2019.

[13] Aneeq Zia, Yachna Sharma, Vinay Bettada-

pura, Eric L Sarin, and Irfan Essa. Video

and accelerometer-based motion analysis for au-

tomated surgical skills assessment. Interna-

tional journal of computer assisted radiology and

surgery, 13(3):443–455, 2018.


