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概要：  日本の認知症患者数は年々増加しており，認知症を発症していることに気づかず生活し

ている高齢者が数多くいるという問題がある．認知症の早期発見が求められる一方，医師による診

断でしか認知症を発見できないことが課題である．そこで，本研究では認知症の簡易な診断が可

能な C-Face.D を参考に，工学的なアプローチで自動診断する手法を提案する．本研究では， C-
Face.D のスコアを出力する Deep Convolutional Neural Network (DCNN) を構築することで，認知

症リスクの推定を実現する．評価実験より， DCNN に Heterogeneous Learning を導入し，顔器官

点を同時に学習することで，認知症レベルの推定精度の向上を確認した． 
 

 はじめに 

日本の認知症患者数は年々増加しており，厚生

労働省の統計によると，2012年の時点で約462万人

の高齢者が認知症を発症している[1]．また，単身世

帯の高齢者増加に伴い，自分自身が認知症を発症

していることに気づかずに，生活している高齢者が数

多くいる．認知症は，本人の自覚や同居している家

族による発見が難しい病気の1つである．  
従来，認知症の診断は，医師による対話や患者の

顔表情の観察により行われる．例えば，医師とのコミ

ュニケーションによる診断では，医師が患者に対して

幾つか質問をし，その受け答えから認知症のレベル

を医師が決める．認知症特有の表情には，目に生気

がないや視線が定まらない等がある．顔表情の診断

では，認知症特有の表情や顔の動きが見られるかを

医師が観察し，認知症のレベルを診断する．しかし，

これらの診断法は医師の主観に基づいて診断するた

め，診断結果が大幅に変化する場合がある．また，こ

のような診断には患者と1対1の対話が必要であり，診

断に時間を要するという問題がある．このため，認知

症のレベルを自動診断するシステムの実現が期待さ

れている． 

医師の主観に依存しやすい認知症特有の表情に

基準を定める研究として，北岡らにより提案された

Clinical Facial Expression Scale (C-Face)がある[2][3]．

C-Faceは，認知症患者特有の表情を観察し，健常者

と認知症患者との表情の変化の傾向を調査した結果

に基づく認知症レベルの判定基準である．また，C-
Face の観察内容を修正し認知症レベルの基準を設

けた C-Face for Dementia (C-Face.D)が提案されてい

る[4]．C-FaceとC-Face.D は，目や口等の器官に対し

てそれぞれ認知症レベルを設けている．  

本研究では Deep Convolutional Neural Network 
(DCNN)[5]を用いて，C-Face.D のスコアを推定する

認知症診断システムを提案する．C-Face.D の基準を

採用した DCNN を用いて，目や口等の各器官の認

知症レベルを推定する． C-Face.D の基準は目や口

等の器官点に注目しているため，器官点の情報を利

用することで推定精度の向上が期待できる．そこで，

複数のタスクを同時に推定できる Heterogeneous 
Learning を DCNN に導入することで，顔器官点を同

時に学習し，認知症レベルの推定精度の向上を目

的とする．  

 C-Face.D 

認知症の一般的な診断は，Mini-Mental State Ex-
amination (MMSE)[6]により行われる．MMSE は，

Folstein らが提案した診断方法であり，医師の口頭質

問により記憶力，計算力，会話力，見当識を評価し，

認知症レベルを評価する．一方，顔表情の診断には

認知症患者特有の表情の変化から認知症レベルの

 



   

基準を設けた C-Face と C-Face.D がある．本研究で

は，C-FaceとC-Face.Dによる認知症レベルの自動推

定を DCNN により実現する．以下に，本研究のベー

スとなる C-Face と C-Face.D について記述する． 
 Clinical Facial Expression Scale[2] 

C-Face は，医師が患者の表情を観察し，客観的に

認知症のレベルを診断する方法である．C-Face は，

医師の質問に対する患者の表情を基準にしている．

診断に重要な観察項目である眉，両眼瞼，目つき，

視線，口元，唇の6項目を図1のように2段階で評価す

る．各項目のスコアの合計が最終的な評価値となり，

症状が重いほどスコアが高くなる．観察する表情は，

被験者に“癒しの表情”を提示した前後の表情として

いる．C-Face の着目点は，認知症患者特有の表情を

顔器官毎にスコア化している点である．  
 Clinical Facial Expression Scale for Demen-

tia[3] 
C-Face.D は，C-Face の第6 項目である唇の観察

内容を，図2のように2点から3点に修正した方法であ

る．この修正は，C-Face の観察内容にない口角の拳

上を追加すると良いと指摘があったため修正されて

いる．口角の拳上は，Action Unit における健常者の 
“やや微笑む”に相当する．口角の拳上を追加するこ

とで，感情や表情表出を失うといわれる認知症患者

においても，刺激によっては快の感情が誘発される

ため，喜びの表情として表出する可能性があると考え

られる．  

 提案手法 

本研究では，C-Face.D の認知症診断方法をベー

スにし，DCNN で認知症レベルを推定する．また，

DCNNで認知症レベルを推定するだけでなく，Heter-
ogeneous Learning を導入することで認知症レベル推

定と顔器官点検出を同時に学習する．認知症レベル

推定と顔器官点検出を同時に学習することで，

DCNN が顔画像中の目や口等の器官の位置を把握

しやすくなり，高精度な認知症レベルの推定を行うこ

とができる．以下に詳細を述べる． 
 Heterogeneous Learning 

Heterogeneous Learning[7]は，複数のタスクを単体

のCNNで学習する学習法である．一般に複数のタス

クを扱う場合，タスクの数に比例し識別器を構築する

必要がある．それにより，タスクの数に比例して計算

コストが増加するため，実用化の面で非現実的であ

る．Heterogeneous Learning を用いて，1つの識別器

を構築することで，複数のタスクを同時に学習，識別

することが可能である．Zhang らは Heterogeneous 
Learning を用いて，顔器官点検出と異なる複数のタ

スク(性別，眼鏡の有無，笑顔，顔の角度)の同時学

習，識別を実現している[8]．本研究では，図3のよう

に C-Face.D のスコア推定タスクと顔器官点検出タス

クを同時に学習，識別する． 
 C-Face.D のスコア推定タスク 

C-Face.D のスコア推定タスクは，C-Face.D におけ

る“眉”，“両眼瞼”，“目つき”，“視線”，“口元”，“唇”

の各スコアを出力する．スコア𝑂𝑂𝑚𝑚 は，0 から 1 の実数

を出力する．そのため，C-Face.D の観察項目“唇”の

スコア設定を[1,0,-1]から[1,0.5,0]に変更した．各観察

項目𝑚𝑚 のスコア算出は式(1)，合計スコア算出方法は

式(2)により求める． 

 
𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑚𝑚(𝑥𝑥) =  
           𝑠𝑠𝑠𝑠𝑠𝑠�𝑚𝑚𝑚𝑚𝑥𝑥(0,𝑂𝑂𝑚𝑚(𝑥𝑥)− 0.5)� 

(1)  

図 1 C-Face における観察内容とスコア 図 2 C-Face.D における観察内容とスコア 

 



   

 𝑇𝑇𝑆𝑆𝑇𝑇𝑚𝑚𝑇𝑇_𝑠𝑠𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆(𝑥𝑥) = � 𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑚𝑚(𝑥𝑥)
6

𝑚𝑚=1

 (2)  

DCNN の出力ユニット数は観察項目に相当する 6 ユ

ニットである．また，教師ラベルを𝐿𝐿，出力値を𝑂𝑂 として

式(3)により学習誤差を二乗誤差として求める． 

 𝐸𝐸𝑠𝑠 = � (𝐿𝐿𝑚𝑚 − 𝑂𝑂𝑚𝑚)2
6

𝑚𝑚=1

 (3)  

 顔器官点検出タスク 
顔器官点検出タスクは，各顔器官点の座標を出力

する．DCNN の出力ユニットは目や口の顔器官点数

に相当する．本研究では，右目，左目，鼻，右口端，

左口端の 5 点と左右の目頭，目端を加えた 9 点とす

る．教師座標を𝑳𝑳，出力は𝑶𝑶𝑛𝑛 = �𝑂𝑂𝒏𝒏𝒏𝒏,𝑂𝑂𝒏𝒏𝒏𝒏�の 2 次元

ベクトルであり，式(4)に示す L2 ノルム二乗誤差で学

習誤差を求める． 

 𝐸𝐸𝑟𝑟 = �‖𝑳𝑳𝑛𝑛 − 𝑶𝑶𝑛𝑛‖22
𝑁𝑁

𝑛𝑛=1

 (4)  

 Heterogeneous Learning の学習誤差 
本研究の Heterogeneous Learning を導入した際の

学習誤差は式(3)および式(4)を用いて式(5)のように

求める．式(5)のα はタスクの重要度を決める重みで

ある．本研究では，0.5としている． 

 𝐸𝐸 = 𝛼𝛼𝐸𝐸𝑠𝑠 + (1− 𝛼𝛼)𝐸𝐸𝑟𝑟 (5)  

式(5)学習誤差を用いて各パラメータの更新量を求め

る．この各パラメータの更新量を求める方法として誤

差逆伝播法[9]を用いる．  

 評価実験 

提案手法の有効性を示すために，3つの評価実験

を行う．1つ目に単一の CNN で学習した場合と

Heterogeneous Learning を用いて顔器官点を同時に

学習した場合の精度を評価して比較する．2つ目は

同時に学習する顔器官点の数を変えて評価し，推定 
表1 CNN の構造 

各層 関数 サイズ 
入力層 - 60×60×1 

畳み込み層1 
重みフィルタ 3×3×20 

Maxout 2 
Max Pooling 2×2 

畳み込み層2 
重みフィルタ 4×4×30 

Maxout 2 
Max Pooling 2×2 

畳み込み層3 重みフィルタ 4×4×60 

全結合層1 
Dropout 0.5 
ユニット数 300 
活性化関数 Sigmoid 

全結合層2 
Dropout 0.5 
ユニット数 200 
活性化関数 Sigmoid 

出力層 ユニット数 6+顔器官点 

学習パラメータ 
Regression 6+顔器官点 
更新回数 100万回 
学習係数 0.01 

 
精度を比較する．3つ目は，更新回数ごとに各手法の

推定精度を求めて評価する．評価実験で使用する

CNN の構造を表1に示す．入力サイズは60×60のグ

レースケール画像で，3つの畳み込み層と2つの全結

図 3 Heterogeneous Learning を導入した CNN 

 



   

合層および出力層で構成されている．畳み込み層の

フィルタサイズはそれぞれ3×3，4×4，4×4で，フィ

ルタ数はそれぞれ20枚，30枚，60枚である．1層目お

よび2層目の活性化関数には，Maxout[10]を用い，

プーリングは MaxPooling である．出力層の活性化関

数は C-Face.D のスコア推定，顔器官点検出ともにシ

グモイド関数を用いる．更新回数は100万回，学習係

数は0.01である． 
 データセット 
評価実験に使用するデータセットは，The Japanese 

Female Facial Expression(JAFFE) Database と Cohn-
Kanade AU-Coded Facial Expression(CK) Database で
ある．本実験では，2つのデータセットから医師が表

情の表出が顕著であると判断した220枚を用いる．

220枚のうち187枚を学習サンプル，33枚を評価サン

プルとしている．学習と評価に使用するサンプルは，

顔器官点を基準に切り出しを行う．初めに，両目間の

ユークリッド距離の75%をマージンとし，図4のように

切り出しを行う．次にData Augmentationにより学習サ

ンプルを187枚から4114枚へ拡張する．ここで，Data 
Augmentation では顔領域の切り出し位置のずらしと

左右反転を行う．顔画像に付与する顔器官点は図5
の5点と9点である． 

 評価方法 
認知症レベルの推定精度は，各観察項目の

DCNN の出力結果とラベルから求める．顔器官点検

出の精度は，検出した座標が教師座標の両目間の

ユークリッド距離の10%以内であれば検出成功として

いる．実際のサンプル上におけるズレの許容範囲の

例を図6に示す． 

 Heterogeneous Learning の導入による精度の

比較 
図7に，各手法の認知症レベル推定の比較結果を

示す．単一の CNN の場合，“眉”に対する精度は約

85%，“両眼瞼”は約76%，“目つき”は約55%，“視線”

は約82%，“口元”は約88%，“唇”は約70%となって

いる．他の観察項目より“目つき”や“唇”の精度は悪

い．提案手法は，5点の顔器官点を学習させることで，

“眉”に対する精度は約88%，“目つき”は約58%，

“視線”は約85%，“口元”は約91%， “唇”は約76%
となっており，単一CNNの精度よりも良い．このように，

“両眼瞼”以外の観察項目でスコア推定精度が向上

していることがわかる． 特に“唇”は約6%向上してい

る． 

 顔器官点数の変更による精度の比較 
顔器官点を9点として学習した場合，新たに左右の

目端と目頭を付与したことで図7に示すように“目つき”

と“視線”のスコア推定精度がそれぞれ約3%向上し

ている．しかし，目の周りに器官点が集中してしまっ

たことで“眉”，“口元”と“唇”のスコア推定精度は低

下している．顔器官点を増やすことで，増やした器官

に関連する観察項目の精度は向上するものの，精度

全体への向上にはつながらないことが分かる． 

 更新回数ごとの精度の変化 
更新回数による精度変化を評価する．単一の

CNN，顔器官点5点を付与した場合と顔器官点9点を

付与した場合の更新回数10万回ごとの認知症レベ

図 4 顔領域の切り出し方法 

図 5 推定する顔器官点の位置 

図 6 ズレの許容範囲 

図 7 各手法のスコア推定精度 

 



   

ル推定精度を図8に示す．顔器官点を付与した場合

のスコア推定精度は単一の CNN のスコア推定精度

よりも“眉”と“目つき”が全体的に向上している．更新

回数をかさねることによるスコア推定精度の向上は見

られない．また，顔器官点の検出精度の変化を図9に

示す．顔器官点は50万回と70万回に検出精度が低

下する傾向があり，更新回数が少ない間は左右の器

官点で検出精度に偏りがでている．しかし，顔器官点

検出の精度は更新回数を重ねることで，検出精度が

向上し，左右の器官点で検出精度に偏りがでていた

問題を解決していることがわかる．図10に提案手法

によるスコアの推定例を示す． 

 まとめ 

本稿では，顔画像から認知症リスクを判定する手

法を提案した．Heterogeneous Learning を用いて顔

器官点を同時に学習することでスコア推定精度が向

上した．また，更新回数を重ねることにより顔器官点

の検出精度が向上した．今後の課題としては，合計

スコアを教師ラベルに追加し重みづけによる各観察

項目のスコア修正，サンプルのスコアづけが専門家

によるものではないためサンプルの新たな収集が挙

げられる． 
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