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Random Forest を用いた能動学習における
有効なサンプル選択

村田 隆英†1,a) 三品 陽平†1 山内 悠嗣†1 山下 隆義†1 藤吉 弘亘†1,b)

概要：能動学習は，インタラクティブに新しいサンプルを選択してラベルを付与し，学習に用いることで，
より良い識別境界を求めるアプローチである．ラベルを付与するサンプル選択の際に，Vote Entropy を
用いた手法では類似したサンプルが選択されるため，学習の効率が悪いという問題がある．本研究では
Random Forestを用いたサンプルの密度推定を行い，密度分布の類似度を考慮したサンプルの選択法を提
案する．提案手法は，類似したサンプルの選択を抑制することで，少数のサンプルによる学習の効率化が
期待できる．評価実験より，従来の能動学習におけるサンプル選択法と比較し，提案手法はより少ないサ
ンプル数で高い性能を持つ識別器の構築が可能であることを確認した．

Effective Sample Selection Method Using Random Forest
for Active Learning
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Abstract: Active learning is an approach to make a better discriminant boundary by interactively collect-
ing new samples. Since conventional sample selection methods such as vote entropy collect similar samples
for active learning, efficiency of the learning is not good. In this paper, we propose a method for selecting
samples based on the similarity of density maps obtained by density forests. We confirmed that the proposed
method makes better discriminant boundary with smaller number of samples used for the learning.

1. はじめに
画像認識の分野において，大規模な画像データベースを
用いて機械学習により汎化性能の高い識別器を実現する必
要性が高まっている [1]．画像データベースの肥大化に伴
い，各サンプルに対するラベル付与のコストが増加してい
る．ラベル付与のコストを削減する方法として，1サンプ
ルあたりのラベル付与のコストを削減する方法 [2]とサン
プル数を削減する方法 [3]の 2つのアプローチが提案され
ている．1サンプルあたりのラベル付与のコストを削減す
る方法は，クラウドソーシングによる不特定多数の人に業
務を委託するという新しい雇用形態を利用する．クラウド
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ソーシングの一つに Amazon Mechanical Turk[2]がある．
Amazon Mechanical Turkではリクエスターが報酬を支払
うことによって，インターネットを通じて不特定多数の
ワーカーにサンプルへのラベルを付与してもらい，データ
セットを作成する．しかし，作成するデータセットの専門
性が高い場合，専門知識を有する人にしかラベルの付与を
行うことができない．また，誤ったラベルを付与すること
があり，ラベルの付与における信頼性の問題が存在する．
一方，サンプル数を削減する方法としては，識別境界の
決定に寄与すると考えられるサンプルを選択し，ラベルを
付与して学習に用いる．これを繰り返すことで，少数のラ
ベル付きサンプルを用いてより良い識別性能を得ることが
可能となる．このような学習法を能動学習 [3]と呼ぶ．能
動学習では，ラベルを付与したサンプルは識別境界に大き
な影響を与えるため，サンプルの選択が重要である．しか
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し，従来の能動学習では，サンプルにラベルを付与する際
に，各サンプル毎の曖昧さのみを指標としているため，類
似したサンプルが選択される場合があり，能動学習の効率
が低下する恐れがある．
そこで，本研究ではRandom Forest[5]のフレームワーク
を用いた密度推定とラベル伝播 [6]を行うことで，能動学習
において有効なサンプルを選択する．少数のラベル付きサ
ンプルのみでは，正しく識別境界を決定することはできな
い．そのため，ラベル付きサンプルの情報をラベル無しサ
ンプルに伝播し，より良い識別境界を決定することで少な
いラベル付きサンプルでの学習効率を向上させ，効率良く
サンプルを選択する．また，密度分布に着目し，Random

Forestを用いた能動学習における有効なサンプル選択法を
提案する．密度分布の類似度によるサンプル選択を用いる
ことで，ラベル付きサンプルの追加回数の削減を実現する．

2. 能動学習における従来のサンプル選択法
教師あり学習において，性能が高い識別器を学習するた
めには，膨大なラベル付きサンプルが必要である．しかし
ながら，サンプルに対してラベルを付与するためには，時間
や労力などのコストが高いという問題がある．能動学習 [3]

では識別境界の決定に寄与しそうな少数のサンプルのみに
ラベルを付与することで，効率良く識別器を学習すること
を目的としている．この際，重要となるのは，どのサンプ
ルにラベルを付与するかというサンプル選択である．能動
学習のサンプルの選択法として，Uncertainty Sampling[7]

や，Query-By-Committee[10]がある．

2.1 Uncertainty Samplingにおけるサンプル選択
能動学習におけるサンプル選択法として，Uncertainty

Sampling[7]がある．この手法は，曖昧な識別結果である
サンプルに対してラベルを付与することを目的としてい
る．このようなサンプルにラベルを付与することで，識別
境界付近に存在するようなサンプルを正しく識別可能な識
別器を学習できる．Uncertainty Samplingにおける識別結
果の曖昧さを測る Least Confident, Margin Sampling[8],

Entropy[9] の 3つの指標が提案されている．
・Least Confident

Least Confident では，識別結果のクラス確率が最も小さ
いサンプルを曖昧なサンプルとする手法である．式 (1)に
より，サンプル中の最も曖昧なサンプルを求めることがで
きる．

x?
LC = arg max

x
(1 − Pθ(ŷ|x)) = arg min

x
Pθ(ŷ|x) (1)

ここで，ŷ はモデル θの下で最も属するであろうクラスを
表し，xは入力されたサンプルを表す．
・Margin Sampling

Margin Sampling では，サンプルの１番目に確率の高いク

ラス確率と 2 番目に確率の高いクラス確率の差を指標と
し，差が最も小さいサンプルをラベル付与の対象とする手
法である．式 (2)により，サンプル中の最も曖昧なサンプ
ルを求めることができる．

x?
M = arg min

x
(Pθ(ŷ1|x) − Pθ(ŷ2|x)) (2)

ここで，ŷ1 はサンプルが最も属するであろうクラスを，ŷ2

はサンプルが二番目に属すであろうクラスを表している．
・Entropy

Entropyでは，サンプルの全てのクラスに対するエントロ
ピーを計算し，予測分布のエントロピーが最大のサンプル
を，最も曖昧なサンプルとして選択する手法である．式 (3)

により，サンプル中の最も曖昧なサンプルを求めることが
できる．

x?
H = arg max

x

(
−
∑

i

Pθ(ŷi|x) log Pθ(ŷi|x)

)
(3)

ここで ŷi はサンプルのすべてのクラスを表している．

2.2 Query-By-Committeeにおけるサンプル選択
アンサンブル学習を前提とするサンプル選択法として

Query-By-Committee[10]がある．この手法は同じモデル
で異なるパラメータからなる複数の識別器を学習し，それ
ぞれの識別器からの投票 (識別結果)が分かれるサンプルに
ラベルを付与する．このようなサンプルは識別結果が明瞭
でないサンプルであるため，このようなサンプルに対して
ラベルを付与して学習すると，識別境界の形成に大きく寄
与する．投票がどれくらい割れたかを測る指標としてVote

Entropy[11]が提案されている．
・Vote Entropy

Vote Entropyは，投票結果情報のエントロピーを算出し，
エントロピーが最大のサンプルを選択する手法である．式
(4)により，曖昧なサンプルを選択する．

x?
V E = arg max

x

(
−
∑

i

V (yi)
C

log
V (yi)

C

)
(4)

ここで C は識別器の数，V (yi) はラベル yi を予測した識
別器の数を表している．

2.3 従来のサンプル選択法の問題点
能動学習における従来のサンプル選択法では，ラベルを
付与するサンプルの選択の際にサンプル間の分布を考慮し
ないため，図 1に示すようにラベルを追加しても，類似
したサンプルが選択される場合があり，能動学習の効率が
低下する恐れがある. そこで，サンプルの分布を考慮した
サンプルの選択を行うために，Random Forestのフレーム
ワークである密度推定を用いる．
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図 2 提案手法の流れ
Fig. 2 A flow of the proposed method.

図 1 サンプル選択の問題
Fig. 1 Problem in sample slection

3. 提案手法
本研究では，Random Forestのフレームワークである密
度推定 (Density Forest[6])の結果に着目し，類似したサン
プルの選択を抑制したサンプル選択法を提案する．図 2に
提案手法の流れを示す．提案手法では，全サンプルを用い
て Density Forestにより密度推定を行う．密度推定の結果
より，ラベル無しサンプルにラベルを伝播することで半教

師付き学習を行う．また，密度推定の結果をサンプルの選
択に用いることで，より効率良くサンプルを選択してラベ
ルを付与する．

3.1 Density Forestによる密度推定
サンプルの密度を推定するために，ラベル付きサンプル
集合 S(s) とラベル無しサンプル集合 S(u) を合わせた全サ
ンプル集合 S を用いてDensity Forestを構築する．密度木
の各ノードは，目的関数 Ij が最大となる特徴量と閾値で
サンプル集合 Sj 分岐する．目的関数 Ij は式 (5)で定義さ
れる．

Ij = log(|Λ(Sj)|) −
∑

i∈{L,R}

|Si
j |

|Sj |
log(|Λ(Si

j)|) (5)

ここで，Λは d次元の特徴量の共分散行列，Sj はノード
j に到達した学習サンプル集合を示し，SL

j ,SR
j は，それ

ぞれ左または右に分岐したサンプル集合を示す．Density

Forestではラベル無しサンプルも扱うため，情報利得を算
出する際にガウス分布のエントロピーを使用する．すなわ
ち，分岐したサンプル集合の分散が小さくなるように分割
される．これを末端ノードまで繰り返す．末端ノードの終
了条件は，到達したサンプル数が一定の数より少ない場合
もしくは，一定の深さに到達した場合とする．各末端ノー
ドには，到達したサンプルの特徴量の各次元の平均値と特
徴量の共分散行列を保存する．
また，各末端ノードに到達した学習サンプルを 1つの多
変量ガウス分布 N (v;µl(v), Λl(v))で表す．t番目の木の出
力は式 (6)のように表される．
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図 3 各木の断片的なガウス分布
Fig. 3 Density map for each tree

図 4 各木の出力の統合
Fig. 4 Averege of outputs

pt(v) =
πl(v)

Zt
N (v;µl(v), Λl(v)) (6)

ここで，lは末端ノード，µl は末端ノードに到達したすべ
てのデータの平均値を示し，Λlは関連する共分散行列を示
す．πl は末端ノードに到達した学習サンプルと全体の学習
サンプルの割合 πl = Sl

S を示す．図 3に各木の密度推定の
結果を示す．このようにいくつかのガウス分布から構成さ
れる多変量ガウス分布で表される．また，各ガウス分布は
各末端ノードの境界線上で切り捨てられているため，分布
の重なりがある場合には分布の積分値が必ずしも 1になら
ない．そこで，正規化をするために分配関数 Zt を導入す
る．分配関数 Zt を式 (7)に示す．

Zt =
∫
v

πl(v)N (v; µl(v), Λl(v))dv (7)

また，式 (7)は式 (8)の数値積分によって近似できる．

Zt ≈ ∆ ·
∑

i

πl(v)N (vi; µl(vi),Λl(vi)) (8)

ここで，viは特徴空間上の特徴量，∆は特徴量の分解能を
示す．分解能が高いほど正確な近似を行うが，計算コスト
は高くなる．Density Forestによる密度推定 p(v)は，学習
サンプルを密度木に入力し，複数の密度木の出力の平均値
を式 (9)によって求める．

p(v) =
1
T

T∑
t

pt(v) (9)

図 4 に示すように，各密度木の結果を統合することで
Density Forestは複雑なデータ集合に対する密度推定を行
うことができる．Density Forestによる最終的な密度推定
の結果を図 5に示す．

3.2 ラベル伝播
次に，各密度木の密度分布に沿うようにラベルを伝播す

図 5 Density Forest による密度推定
Fig. 5 Examples of density estimation

ることで，ラベル無しサンプルにラベルを付与する．ラベ
ルの伝播はラベル無しサンプルが無くなるまで繰り返す．
ラベル付きサンプルからラベル無しサンプルへのラベルの
伝播は以下の式を用いる．

c(vu) ⇐ c

(
arg min

vl∈L
D(vu,vl)

)
∀vu ∈ U (10)

ここで，関数 c(·)は入力のラベル無しサンプルに伝播する
クラス，U はラベル無しサンプル集合を示す．また，サン
プル間の距離計算には局所距離を用いる．しかし，局所距
離ではラベル無しサンプルと追加されたサンプルとの距離
になるため，局所距離に追加されたサンプルが今まで辿っ
てきた初期のラベル付きサンプルまでの距離 lvl を加算し，
測地線距離D(·, ·)とする．これにより，分布に沿った距離
を測ることができる．

D(vu,vl) = min
vu∈U

d(si, sj) + lvl (11)

次に，局所距離を計算する．今回は局所距離としてマハラ
ノビス距離を用いる．ラベル付きサンプルとラベル無しサ
ンプルがそれぞれ到達した末端ノードに保存された共分散
行列を用いて，局所距離 d(·, ·)を算出する．局所距離は式
(12)のように定義される．

d(si, sj) =
1
2

(
dT

ijΛ
−1
l(vi)

dij + dT
ijΛ

−1
l(vj)

dij

)
(12)

ここで，si, sj をそれぞれ，ラベル無しサンプルの座標，ラ
ベル付きサンプルの座標とし，dij = si − sj はラベル無し
サンプルとラベル付きサンプルの座標値の差，Λ−1

l(vi)
は逆

行列，Λl(vi)はラベル無しサンプル vuが到達した末端ノー
ドの共分散行列を示し，Λl(vj)はラベル無しサンプル vl が
到達した末端ノードの共分散行列を示す．ラベルを伝播し
たラベル無しサンプルをラベル付きサンプルとして追加し
ていくことで，初期のラベル付きサンプルからラベルの伝
播が広がるように伝播する．伝播結果により末端ノードの
クラス分布を作成することで，Random Forestと同様に識
別を行うことができる．
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3.3 曖昧さと密度分布の類似度によるサンプルの選択
サンプル選択に必要な曖昧さと密度分布の類似度を算出
をする．図 6に各木の密度分布と各サンプルの密度分布
の類似度を示す．学習結果から，ラベル無しサンプル集合
S(u)に属している xiが入力されたときのVote Entropyの
値 V E(xi)と xi が到達した各木の末端ノードが持つ密度
分布の類似度D(xi)を算出する．複数の密度分布間の類似
度D(xi)は，シャノンの情報量を用いた JS-Divergenceに
より式 (13)により求める．

D(N1,N2, · · · ,NT ) = H

(
T∑

t=1

Nt

)
−

T∑
t=1

H (Nt) (13)

ここで，Ntは t本目の決定木におけるサンプル xiの密度分
布，H(·)はシャノンの情報量を示す．図 6(b)に各サンプ
ルの密度分布の類似度を示す．Vote Entropyの値 V E(xi)

と，密度分布の類似度 D(xi)を用いてサンプルを選択す
る．ここでは，D(xi)から類似度が高いサンプル集合と低
いサンプル集合に分け，それぞれ V E(xi)の値が最大とな
るサンプルを選択する．密度分布の類似度を考慮したサン
プルを選択することで，類似したサンプルの選択を抑制で
きる．

3.4 ラベルの再伝播によるクラス分布の更新
選択されたサンプルに対して人手によりラべルを付与す
る．本手法では，各推定クラスに対して１度に 2個のサン
プルが選択される．ラベルの選択の際に推定されたクラス
を用いるため，追加されるサンプルのラベルには偏りが生
じる場合もある．
ラベルを付与したサンプルをラベル付き学習サンプルに
追加し，ラベルの再伝播を行う．このとき，木の再構築は
行わず各木の末端ノードのクラス分布のみ更新する．クラ
ス分布を更新することで，識別結果が変化する．一定の条
件に達するまでサンプルの選択からクラス分布の更新を繰
り返すことで識別境界を更新する．

4. 評価実験
評価実験では，従来のサンプル選択法である Least Con-

fident，Margin Sampling，Entropy，Vote Entropyの 4手
法と各手法に提案手法を加えた方法を比較する．

4.1 実験概要
従来法では，1度に付与するラベルの追加数を各クラス

1個の場合と 2個の場合も比較する．比較を容易にするた
めに，全手法において同条件となるようにラベル伝播の際
に用いる密度推定の結果は同じものを用いる．RFのパラ
メータである木の数は 400本，木の深さは 10，特徴次元
の選択回数は 1，しきい値の選択回数は 10回，末端ノード
の最小サンプル数は 20個とする．ラベルの追加の終了条

図 7 使用するスパイラルデータ
Fig. 7 Spiral data

件は識別率が一定の値に達した場合とする．また，評価実
験を行うためのデータセットにはMicrosoft Researchで公
開されている，図 7に示す学習用と識別用の 2次元のス
パイラルデータ [6]を使用する．色付きの点がラベル付き
サンプルを表し，灰色のサンプルがラベル無しサンプルを
表す．

4.2 実験結果
評価実験の各手法の結果を図 8に示す．提案手法は，従
来法よりも少ないラベルの付与回数で目標である教師付き
学習と同等の識別率を得ることができた．特に，Entropy

と Vote Entropyにおいて，ラベルの追加回数を 2回削減
することができた．
図 9に選択されたサンプルと識別境界の可視化したもの
を示す．初期の入力サンプルと識別境界から従来法 (Vote

Entropy)と提案手法によりラベルを 1回追加した際の入
力サンプルと識別境界，2回追加した際の入力サンプルと
識別境界の実際に選択されたサンプルと識別境界を比較す
ると，提案手法では 2回目のラベル追加で教師付き学習と
同等の識別率になる．従来法では密度推定にばらつきがあ
る曖昧な領域に存在する類似したサンプルが選択されるた
め，2個追加した場合でも識別境界が大きく変化しない．
提案手法では密度推定のばらつきによる条件を用いること
で，ラベル付きサンプルが周囲に存在しない領域のサンプ
ルも追加することができる．そのため，類似したサンプル
の選択を抑制し従来法と比べて識別境界が大きく変化する．

4.3 考察
図 10に示す従来法 (Vote Entropy)と提案手法よりラベ
ルを 1回追加した際と，2回追加した際のラベル伝播の結
果を比較する．従来法と比較すると，提案手法のラベルの
伝播の結果が教師付き学習に用いる入力サンプルに近いこ
とが確認できる．ラベル伝播はラベル付きサンプルからの
距離が遠いほどラベルの伝播精度が低下する．そのため，
ラベル付きサンプル付近の識別精度は高く，ラベル付きサ
ンプルが存在しない領域の識別精度は低くなる．類似した
サンプルの選択を抑制する提案手法では，ラベルの存在し
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図 6 各木の密度分布とその類似度
Fig. 6 Density distribution of each tree, its similarity
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図 8 各手法によるラベルの追加回数の比較
Fig. 8 Comparison of the number of labeling times by each method

ないような領域のサンプルにラベルを追加することができ
るため，ラベル伝播の結果にも良い影響を与える．表 1に
示す従来法と提案手法の各木のラベル伝播の正解率の平均
からも，提案手法の有効性が確認できる．これらのことか
ら，提案手法では少ない追加回数で目標である教師付き学
習と同等の識別率を得ることができた．

5. おわりに
本研究では，密度分布の類似度を考慮したサンプル選択
法を提案した．提案手法によるサンプル選択法を導入する
ことで能動学習における追加回数を削減することができ
た．今後は大規模なデータセットや，高次元なデータセッ
トに提案手法を適用し，提案手法の有効性について検証す
る予定である.
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図 9 選択されたサンプルと識別境界の可視化
Fig. 9 Visualization of the selected samples and discrimination boundary

表 1 ラベルの伝播精度
Table 1 Propagation rate
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