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前景と背景情報の共起表現を用いたBag-of-featuresによる画像分類
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あらまし 前景と背景情報の共起表現を用いた Bag-of-featuresによる画像分類法を提案する．Bag-of-featuresでは，
ヒストグラムにより特徴を表現するため物体の位置情報は無視され，対象カテゴリからなる前景領域のみで特徴量を
記述することで精度が向上すると考えられている．そこで，我々は予め画像セグメンテーションにより前景領域を抽
出し，その領域のみで特徴量を記述する方法と，通常の Bag-of-featuresの認識率を調査する．実験結果から，前景領
域のみで特徴量を記述するより，前景と背景領域それぞれから記述することで認識精度が向上することがわかった．
選択された特徴量を調べた結果，Bag-of-featuresによる画像分類では前景特徴だけでなく背景特徴も認識に使用して
おり，画像中のシーン全体をモデリングする手法であることが判明した．上記の調査結果に基づいて，我々は前景と
背景の局所特徴の共起性に着目した 2+1次元ベクトル量子化ヒストグラムを用いた Bag-of-featuresを提案する．評
価実験により，提案手法は通常の Bag-of-featuresより認識率を約 3.8%向上させることができた．
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Abstract This paper proposes an image classification method based on a bag-of-features algorithm that uses
co-occurrence expressions of foreground and background information. Since bag-of-features algorithms use his-
tograms to express features, they ignore object position information. They are considered more precise since they
only code feature values in foreground regions comprised of the target categories. We investigated a method that
first uses image segmentation to extract foreground regions, then codes only the feature values for those regions.
We compared this method’s recognition rate to the recognition rate of the standard bag-of-features algorithm. Our
experimental findings demonstrated that coding feature values from both foreground and background regions re-
sulted in more precise recognition than coding feature values from foreground regions only. By examining selected
feature values, we showed that bag-of-features image classification is an algorithm that models entire scenes in
images, used in recognition of both foreground and background features. Based on these findings, we have proposed
a bag-of-features algorithm that focuses on the co-occurrence of local features in the foreground and background,
and uses 2+1D vector quantized histograms. Our evaluation testing showed that the proposed algorithm had a
recognition rate about 3.8% better than the standard bag-of-features algorithm.
Key words Objet category recognition，Bag-of-features，SIFT feature

1. は じ め に

制約のない実世界シーンの画像に対して，計算機がそ
の中に含まれる物体を一般的な名称で認識することを一
般物体認識と呼ぶ [1]. 一般物体認識問題における画像中
の物体がどのカテゴリに属するかを求める画像分類問題
に対して，近年では，Bag-of-featuresモデル [2]が提案

され，多くの研究が取り組まれている．Bag-of-features
は，画像を局所特徴量の集合とみなし，局所特徴量のヒ
ストグラムをその画像の特徴量としてカテゴリを認識
する手法である．Csurkaら [2]は，Bag-of-featuresに用
いる局所特徴量にはアフィン変換に不変な特徴点 [3]を，
識別器には SVMを用いる手法を提案している．また，
Fei-Feiら [4]は，局所特徴量にグリッド点に対して SIFT



特徴量 [5]で記述し，識別器に generative modelである
LDA(Latent Dirichlet Allocation)を用いる手法を提案
し，13カテゴリの自然風景画像を約 64%で認識可能で
あることを報告している．

Bag-of-featuresでは，画像特徴を局所特徴量のヒスト
グラムで記述するため，局所特徴量の位置情報は利用し
ないアプローチである．近年では，Bag-of-featuresに局
所特徴量の位置情報を考慮することによる認識精度の向
上が試みられており，画像中の空間的な位置関係を記述
する手法 [6]と画像中の前景領域から特徴量を記述する手
法 [7] [8] [9]が提案されている．局所特徴量の空間的な位
置情報を記述する手法として，Lazebnikらは，多重解像
度ヒストグラムで表現する Spatial Pyramid Matching [6]
を提案した．Spatial Pyramid Matchingは，画像をグ
リッド分割し，その小領域単位の位置関係を記述するこ
とができる．一方，前景領域の局所特徴量を利用する手
法として，Marcinら [7]は，学習データのマスク画像を
用いて，特徴量の関係から入力画像の前景領域に合わせ
て重み分布を求め，この重み分布を利用してベクトル量
子化ヒストグラムを作成することで，背景情報を抑制す
る手法を提案した．また，鈴木ら [8]は，抽出された特
徴量を SVMにより前景と背景に識別し，前景特徴のみ
で特徴量を記述することで認識精度を向上させている．
Boschら [9]は，学習画像との特徴量の類似度が高くな
る注目領域（ROI）を決定し，その領域からシェイプや
アピアランス特徴をMultiple Kernel Learningにより学
習する手法を提案している．これらの前景領域から特徴
記述する手法では，背景情報はノイズと考え，背景を除
去し，前景のみで特徴量を記述することで認識率が向上
するという考えに基づいている．しかしながら，一方で
は物体間の関係をコンテキストとして利用することで，
認識精度を向上させる手法 [10]や背景のみの情報だけで
も認識が可能 [11]といった報告がされている．
この場合，対象カテゴリでない物体は背景に属して

いることになる．このように，画像分類問題において，
Bag-of-featuresがどのような特徴を捉え，有効に働くか
は明確でないといえる．
そこで，本稿ではまず，対象カテゴリ領域を前景，対象

カテゴリでない物体は背景とし，Bag-of-featuresの前景
と背景領域の特徴量を解析し，カテゴリ認識に有効な特
徴量を調査する．前景領域を既知とし，画像全体から特
徴量を抽出する方法，前景領域のみから特徴量を抽出す
る方法，前景領域と背景領域からそれぞれ特徴量を抽出
する方法の認識率を比較する．識別器に AdaBoostを用
いることで，弱識別器にどのような特徴量が選択されて
いるかを調査し，前景情報と背景情報がどのように有効
であるかを述べる．次に，調査により得られた結果から，
前景と背景の局所特徴の共起性を用いたBag-of-features
として，前景と背景の 2+1次元ベクトル量子化ヒストグ
ラムを提案し，その有効性を示す．

図 1 Bag-of-featuresの流れ
Fig. 1 Overview of Bag-of-features.

2. Bag-of-featuresと画像局所特徴量

本章では，Bag-of-featuresによる物体認識について述
べる．Bag-of-featuresは，文書分類手法である Bag-of-
words [12] を画像に適用した手法であり，Bag-of-words
で文章を単語の集合と見なし，単語の語順を無視してそ
の頻度で文章の分類を行うのと同様に，画像を局所特徴
量の集合と見なし，その位置情報を無視して画像を認識
する．Bag-of-featuresでは，図 1に示すように，はじめ
に画像から局所特徴量の抽出を行い，ベクトル量子化
する．ベクトル量子化に用いるコードブックを，visual
word dictionaryと呼び，予め学習画像から作成してお
く．ベクトル量子化された特徴量を用いて，ベクトル量
子化ヒストグラムを作成する．得られたベクトル量子化
ヒストグラムをその画像の特徴量として，識別器に入力
することで物体カテゴリを計算する．

2. 1 局所特徴量の抽出

本稿では，局所特徴量に SIFT 特徴量 [5] を用いる．
SIFT特徴量は．画像間の対応点探索を目的とした局所
特徴であるため，DoGの極値をキーポイントとするが，
画像分類問題ではキーポイントをグリッド上のサンプリ
ング点を使用することで精度向上することが報告されて
いる [4]．そこで，本手法では，キーポイントを 10ピク
セルごとのグリッド点とし，その点に対して 10, 20, 30,
40, 50のスケールから SIFT特徴量を抽出する．SIFT特
徴量は，回転変化，輝度変化に対して頑健な局所領域の
記述を行うことができるため，Bag-of-featuresの局所特
徴に有効とされている．

2. 2 ベクトル量子化ヒストグラムの作成

各カテゴリの画像から得られた局所特徴量をベクトル



量子化する．Bag-of-featuresでは，ベクトル量子化に用
いられるコードブックを visual word dictionary，コー
ドブックのセントロイドを visual wordと呼ぶ．visual
word dictionaryは，各カテゴリの学習サンプルから得ら
れる局所特徴量をクラスタリングすることで得る．本手
法では，クラスタリング手法に k-meansを用いる．入力
された局所特徴量がクラスタリングの結果，visual word
dictionaryのどのクラスタに属するかを計算することで
ベクトル量子化し，1枚の画像から visual wordを要素
とするヒストグラムを特徴量とする．

2. 3 AdaBoostによる識別

Bag-of-featuresにおける識別器には，通常マルチクラ
ス SVMが用いられる．本稿では，識別に用いられる特
徴量の解析が容易なAdaBoost [13]を識別器に利用する．
AdaBoost識別器は，対象カテゴリであるかないかの 2ク
ラスの分類しかできない．AdaBoostによるマルチクラス
識別には，三宅らの手法 [14]と同様に，One-Versus-Rest
法として，カテゴリごとに識別器を構築し，それぞれの
識別器の正規化された応答の最大値からカテゴリを決定
する．

3. Bag-of-featuresにおける有効な特徴量の
調査

本章では，Bag-of-featuresにおいて前景領域のみで特
徴記述する方法と背景情報を含んだ特徴記述方法の認識
率を調査する．また，AdaBoostにより選択された弱識
別器の解析と，特徴量を可視化した結果から認識に有効
な特徴量の傾向を調査する．

3. 1 調 査 概 要

Bag-of-featuresにおいて，前景と背景がどのように捉
えられているかを確認するために，以下の異なる特徴抽
出方法を比較する．

• 画像全体 画像全体から局所特徴量を抽出し，ベ
クトル量子化ヒストグラムを作成する (図 2(a))．

• 前景のみ 抽出された局所特徴量の位置が前景領
域内にある局所特徴量のみを用いてベクトル量子化ヒス
トグラムを作成する (図 2(b))．

• 前景/背景領域 局所特徴量の位置により，前景
領域と背景領域に分離し，それぞれの領域に対して，ベ
クトル量子化ヒストグラムを作成する (図 2(c))．
SIFT特徴量において，これらの手法により特徴記述を
し，AdaBoostを用いた One-Versus-Rest法によるマル
チクラス識別器を構築する．
評価には，画像分類のためのデータベースである Cal-

tech256 [15]を用いる．Caltech256にはセグメンテーショ
ンデータがないため，各画像のセグメンテーション領
域は手動により求めたものを使用する．すべてのセグ
メンテーションデータを用意することが困難なため，

図 2 特徴抽出方法
Fig. 2 Feature extraction method.

表 1 各手法の調査結果
Table 1 Recognition rate.

画像全体 前景のみ 前景/背景領域
0.64 0.71 0.77

Caltech256から，前景と背景が含まれている画像枚数
が多い butterfly, elephant, hawksbill, helicopter, motor-
bikes, airplanes, car-side, faces-easy, toadの 9カテゴリ
を評価実験に用いる．評価値には，f-measureを用いる．
各カテゴリからランダムに 30枚ずつ選びそれらを学習
用画像とし，残りを評価用画像とする．これを，3回試行
し，その f-measureの平均値により評価する．また，ベ
クトル量子化に用いる visual word dictionaryのサイズ
は事前実験から 100とする．

3. 2 調 査 項 目

本稿で調査する内容を以下に示す．
• 認識率から得られる有効な特徴の傾向 各特徴抽

出方法の認識率を比較し，背景情報を利用する有効性を
確認する．

• 背景情報の有効性 学習データから得られるベク
トル量子化ヒストグラムの visual wordを調査すること
で，Bag-of-featuresにおいて，前景と背景がどのように
処理されているかを確認する．

3. 3 認識率から得られる有効な特徴の傾向

表 1に，画像全体から特徴記述する方法，前景のみか
ら特徴記述する方法，前景と背景から特徴記述する方法
の認識率の調査結果を示す．表 1より，画像全体から特
徴記述する方法と前景のみから特徴記述する方法を比
較すると，前景のみから特徴記述することで認識率を約
7%向上していることがわかる．次に，前景のみから特徴
記述する方法と前景と背景から特徴記述する方法を比較



図 3 ベクトル量子化ヒストグラム
Fig. 3 Vector quantization histogram.

図 4 特徴量の比率
Fig. 4 The ratio of selected features.

すると，前景と背景から特徴記述する方法が約 5.6%認
識精度が向上していることがわかる．前景のみから特徴
抽出する方法と前景と背景から特徴抽出する方法の違い
は，背景特徴の有無のみであるため，背景情報を追加し
たことで認識精度が向上しており，前景だけでなく背景
にも認識に有効な特徴が存在するといえる．

3. 4 背景情報の有効性

次に，一般的な Bag-of-featuresである画像全体から
特徴量を抽出する方法における有効な特徴量について
調べる．この手法では，図 3に示すように，ベクトル量
子化ヒストグラムの各 visual wordに前景と背景の特徴
が混在しているため，弱識別器だけでは背景情報をど
のように使用しているかを判断することが困難である．
そこで，AdaBoostにより選択されたベクトル量子化ヒ
ストグラムの visual wordに対し，学習データに前景と
背景が混在しているかを調査する．各識別器のポジティ
ブデータと弱識別器から，前景のみで作成された visual
word，背景のみで作成された visual word，投票がない
visual word，前景と背景の両方が混在した visual word
の比率を求める．図 4に，前景，背景，投票なし，混在
した特徴の比率を示す．図 4から，前景と背景の特徴が
選択されていることがわかる．また，前景と背景が混在
した visual wordが多いことがわかる．表 1の実験結果

から，前景と背景から特徴記述する方法は，前景と背景
が混在した visual wordを分離して記述することができ
るため認識精度が向上したと考えられる．また，画像全
体から特徴記述をしても，前景だけでなく背景情報も用
いた認識を実現しており，Bag-of-featuresでは前景と背
景の情報を利用してシーン全体をモデリングしていると
いえる．

4. 前景と背景の共起表現による画像分類

Bag-of-featuresによる画像分類では前景情報だけでな
く，背景情報も使用されており，それぞれの領域で記述
する方法が有効であることがわかった．そこで，前景と
背景の共起性を用いて画像分類精度を向上させる手法を
提案する．従来，visual wordの共起性を記述すること
で認識精度が向上することが知られている [16]．提案手
法では，前景と背景の visual wordの共起性を記述する
ことで認識精度の向上を目指す．提案手法の流れを図 5
に示す．学習では，キーポイント識別器とカテゴリ識別
器の 2つの識別器を構築する．キーポイント識別器は，
マスク画像を用いて前景と背景のキーポイントを学習用
データとして使用し，キーポイント識別器を構築する．
カテゴリ識別器は，前景と背景のキーポイントから，2
次元と 1次元のベクトル量子化ヒストグラムを特徴量
とし，カテゴリ識別器を構築する．未知入力画像に対し
ては，グリッドで与えたキーポイントを，予め構築した
キーポイント識別器を用いて，前景と背景に識別する．
そして，識別された前景と背景のキーポイントを前景と
背景の visual word dictionaryを参照して，2次元と 1次
元のベクトル量子化ヒストグラムを作成する．このベク
トル量子化ヒストグラム用いて，予め構築したカテゴリ
識別器により，画像のカテゴリを識別する．

4. 1 キーポイント識別器の構築

学習データでは，マスク画像からキーポイントを前景
と背景に分ける．しかし，未知入力画像にはマスク画像
を用いることができないため，キーポイントを前景と
背景に識別する手法が必要である．前景情報を用いた
Bag-of-featuresで用いられている前景と背景の識別手法
として，SVMによる識別 [8]と矩形による注目領域の検
出 [9]が提案されている．SVMによる識別 [8]では，キー
ポイントの局所特徴量を用いて SVMにより前景と背景
の識別を行う手法である．注目領域の検出 [9]では，学
習画像には手動で注目領域が与えられ，入力画像に対し
ては学習画像の注目領域から得られる特徴量との類似度
が最も高くなる矩形領域を選択している．本手法は 2次
元ベクトル量子化ヒストグラムを用いるため，前景と背
景の境界が明確なほどパフォーマンスが良いと考えられ
る．そこで，鈴木らが提案した局所特徴の識別法 [8]に
よりキーポイント識別器を構築する．キーポイント識別
器の構築に使用する学習用データは，手動により作成し



図 6 キーポイント識別による前景と背景の識別結果例
Fig. 6 Example of keypoint classification result.

図 5 提案手法の流れ
Fig. 5 Overview of proposed method.

たマスク画像を用いる．マスク画像から得られる前景の
キーポイントと背景のキーポイントの局所特徴量を用

いて SVMによりキーポイント識別器を構築する．今回
は SVMのライブラリとして LIBSVM（注1）を用いた．こ
の SVMを使用して構築したキーポイント識別器により，
入力画像のキーポイントを前景のキーポイントと背景の
キーポイントに識別する．図 6にキーポイント識別によ
る前景と背景の識別結果を示す．評価用データ 2,411枚
を用いた実験より，約 77.98%の識別率を得た.

4. 2 2+1次元ベクトル量子化ヒストグラムの作成

キーポイント識別器により前景と背景に分けられた局
所特徴を用いて，図 7に示すように 2次元と 1次元のベク
トル量子化ヒストグラムを作成する．はじめに，識別され
た前景のキーポイントは前景の visual word dictionary，
背景のキーポイントは背景の visual word dictionaryを
参照することでベクトル量子化する．次に，前景のキー
ポイントが持つスケールを n倍した領域に存在する背景
のキーポイントと対応付けて，2次元空間上で交差した
visual wordに投票することで 2次元ベクトル量子化ヒ
ストグラムを作成する．このとき，2次元ベクトル量子
化ヒストグラムの投票に使用されなかった局所特徴を用
いて前景と背景の 1次元ベクトル量子化ヒストグラムを
作成する．学習では，マスク画像により識別したキーポ
イントを用いるのに対し，未知入力画像では，キーポイ
ント識別器を用いて 2次元ベクトル量子化ヒストグラム
を作成する．

5. 評 価 実 験

提案手法の有効性を確認するために，評価実験を行う．
比較対象として，従来の Bag-of-featuresを従来法 1，前

（注1）：http://www.csie.ntu.edu.tw/c̃jlin/libsvm/



図 7 2+1次元ベクトル量子化ヒストグラムの作成
Fig. 7 2+1D vector quantization histogram.

図 8 各手法の認識率
Fig. 8 Recognition rate.

景と背景領域から特徴抽出するBag-of-featuresを従来法
2とし，提案手法である 2+1次元ベクトル量子化ヒスト
グラムによる Bag-of-featuresと比較する．評価実験は，
3. 1章と同様のデータセットと評価法を用いる．学習デー
タは前景と背景のマスクデータを使用し，評価データは
キーポイント識別により前景と背景を識別する．visual
word dictionaryは各手法で共通とする．従来法との比
較には，スケールが 4倍の結果を用いる．

5. 1 従来手法との比較

図 8に，各手法における認識率を示す．図 8から，通
常の Bag-of-featuresである従来法 1と前景と背景から
それぞれ特徴抽出する従来法 2を比較すると，認識率が
約 12.6%低下していることがわかる．前景と背景が既知
の場合では，前景と背景領域からそれぞれ特徴抽出する
ことで認識率を向上させることができたが，キーポイン
ト識別器の誤識別が含まれるため従来のBag-of-features
より認識率が低下したと考えられる．しかし，提案手法
は，従来法 1と比較し認識率を約 3.8%向上させること
ができていることがわかる．

5. 2 共起表現する範囲の傾向

提案手法において，前景と背景キーポイントを対応付
ける範囲を前景キーポイントが持つスケールを基準とし

図 9 前景と背景の対応付ける範囲による認識率
Fig. 9 Recognition rate by changing scale.

て決定している．そこで，対応付ける範囲を前景キーポ
イントが持つスケールの 2倍，4倍，6倍，8倍，10倍と
変化させたときの画像分類精度を調べる．図 9に対応付
けする範囲を変化させたときの認識率と 1次元ヒストグ
ラムに使用される局所特徴の比率を示す．図 9から，対
応付けする範囲を大きくすることにより，1次元ヒスト
グラムに利用される局所特徴が減少していることがわか
る．また，キーポイントのスケールの 4倍ときが最も認
識率が高い認識率を得ることができた．対応付けするス
ケールの範囲を大きくすることで認識率が低下している
ことから，局所特徴の共起性の表現には空間的な制約が
有効であるといえる．また，1次元ヒストグラムに使用
される局所特徴が減少に伴ない認識率が低下しているた
め，2次元ヒストグラムで表現できない特徴を 1次元ヒ
ストグラムが補っていると考えられる．

5. 3 考 察

提案手法の有効性を示すために，2次元ヒストグラム
の効果と認識に利用された特徴量について考察する．
5. 3. 1 2次元ヒストグラムの効果
従来法 2と提案手法のコンフュージョンマトリクスを
図 10に示す．従来法 2では butterflyと誤識別した数が
245，toadと誤認識した数が 196であるが，提案手法で
は 135, 95と誤識別が減少していることがわかる．ここ
で，提案手法による特徴表現がどのような効果があるか
を調査するため，butterfly, elephant, toadの従来法 2の
前景と背景の 1次元ヒストグラムと，提案手法の 2次元
ヒストグラムを図 11に示す．図 11の 1次元ヒストグラ
ムから，toadと elephantで同じ前景の visual wordで頻
度が高く，toadと butterflyでは同じ背景の visual word
で頻度が高いことから，toadの特徴的な visual wordは，
toad と butterfly, elephant を分離することが困難であ
る．しかし，前景と背景を 2次元ヒストグラムで表現す
ることで，前景と背景の頻度の高い visual wordのみで
toadと elephant, butteflyを分離可能な特徴表現が可能
となる．
5. 3. 2 認識に利用された特徴量の調査

AdaBoostの各弱識別器が，どのような位置情報を持
つ特徴量を選択しているかを調査する．visual wordが



図 11 ベクトル量子化ヒストグラム例
Fig. 11 Example of vector quantization histogram.

図 12 選択された特徴量の可視化例
Fig. 12 Example of visualization of select features.

画像中のどの位置から抽出された特徴なのかを調べるこ
とで，認識に使用されている特徴の位置情報を確認する
ことができる．選択された特徴量の輝度値に AdaBoost

の弱識別器の重みを利用し，色が濃いほど有効な特徴と
して可視化画像を作成する．また，前景と識別された局
所特徴を青，背景と識別された局所特徴を赤とする．従



図 10 コンフュージョンマトリクス
Fig. 10 Confusion matrix.

来法で認識に失敗し提案手法で正解した画像の選択され
た特徴量の可視化例を図 12に示す．図 12(b)から，従来
法 1では，画像全体から多くの特徴量が抽出されている
ことがわかる，そのため，visual wordにはノイズが多く
含まれており，これが誤識別した要因と考えられる．し
かし，図 12(c)から，提案手法は従来法 1より識別に利
用されている特徴量が少ないことがわかる．提案手法で
は局所的な 2つの局所特徴を用いてより分離能力が高い
特徴量を表現可能なため，ノイズの影響が少なくなり認
識することができたと考えられる．

6. お わ り に

Bag-of-featuresにおける有効な特徴量の調査と，前景
と背景の局所特徴の共起性を表現した 2+1次元ベクトル
量子化ヒストグラムによる Bag-of-featuresを提案した．
はじめに，Bag-of-featuresの前景と背景領域の特徴量を
解析し，カテゴリ認識に有効な特徴量の調査をした．そ
の結果，前景と背景を分離して記述することで認識精度
が向上することを確認した．
調査により得られた結果から，前景と背景の局所特徴

の共起性を表現した 2+1次元ベクトル量子化ヒストグラ
ムによる Bag-of-featuresを提案した．実験により，従来
法と比較し提案手法は 3.8%の認識精度向上を確認した．

共起表現する範囲を変化させて実験を行った結果，共起
表現は空間的な制約が有効であることがわかった．また，
認識に利用された局所特徴を可視化し，従来法と提案手
法でどのような特徴量が認識に利用されているかを調査
した．その結果，提案手法では，局所的な 2つの局所特
徴を用いることで，ノイズの影響が少なくなることを確
認した．
今後は，空間的な位置関係を考慮した共起表現による
高精度化を目指す．
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