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あらまし 本稿では，Boostingに基づく特徴量の共起表現法とこれによる人検出法を提案する．既に特徴量間の共起

を表現する手法として AdaBoostにより 2値に識別した符号を複数組み合わせる手法が提案され，顔検出においてそ

の有効性が確認されている．しかし，入力特徴がどちらのクラスとも言い難い場合にも 2値に識別して共起を表現す

るため，間違えた符号を組み合わせる問題がある．そこで，提案手法では Real AdaBoostの弱識別器の出力である連

続値と評価値を，演算子によって結合した共起特徴からReal AdaBoostを用いて人と人以外に判別する．共起特徴は，

複数の特徴を演算子により多様な捉え方で観測することが可能な特徴量であるため，従来の共起を表現する方法より

も高精度な検出が可能となる．評価実験より，従来法と比較して誤検出率 5.0%において約 6.8%検出率を向上させる

ことができた．
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Abstract This paper presents a novel method for representing co-occurrence of low-level features and a method

for detecting human using the co-occurrence representation. Our approach uses output of weak classifier and evalu-

ated value of Real AdaBoost to obtain the co-occurrence feature. Therefore, our method can apprehend more than

the conventional method of co-occurrence representation. Capturing the co-occurrence feature of Histograms of

Oriented Gradients(HOG) feature makes it possible to construct an effective human detector. Experimental results

show that our method has about 6.8% higher performance than that of the conventional method.
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1. は じ め に

画像中から自動的に人を検出する技術は，監視システムや

ITSなど多岐に渡る分野で実現が期待され，近年最も盛んに行

われている研究のひとつである．近年の人検出法は，Violaと

Jonesが提案した顔検出に代表されるように low-levelな特徴と

統計的学習によるBoostingの組み合わせによる手法 [1]が多い．

人検出に有効な low-levelな特徴量として，領域の累積エッジ強

度の比を特徴量とするEdge Orientation Histograms(EOH) [2]

や，局所領域における勾配方向をヒストグラム化した特徴量で

ある Histograms of Oriented Gradients(HOG) [3]，エッジ同

士をつなげた短い線，カーブを特徴量として表現する Edgelet

Feature [4]などがあり，高い検出精度を達成している．

さらに，検出精度の向上として，アピアランスとは異なる特

徴量の併用 [5] [6] [7]や特徴量自体の改良 [8]，Boosting手法の

改良 [9]などが提案されている．また，高精度な検出には特徴

量をどのように捉えるかが重要である．Mita et al.は，複数の

Haar-like特徴を用いて 2値に識別し，これらの符号を組み合わ

せる Joint Haar-like特徴 [11]を提案した．この手法は，Viola

と Jonesの顔検出法 [1]と比較して，大きく検出性能を向上さ
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図 2 提案手法の流れ

図 1 Joint Haar-like 特徴 j

せた．しかし，弱識別器において選択された特徴量からはどち

らのクラスとも言い難い場合にも 2値に識別するため，間違え

た符号を組み合わせる問題がある．

そこで，本研究では Real AdaBoost [10] の弱識別器の出力

と評価値を演算子によって結合した新しい特徴量間の共起表現

法と共起特徴による人検出法を提案する．提案する共起特徴は，

複数の特徴量を演算子により多様な捉え方で観測することが可

能であるため高精度な検出が期待できる．

本稿では，2. 章において，従来の物体検出法と特徴量の共

起表現法について説明した後，3.章にて low-level特徴として

HOG 特徴量を用いた共起特徴による人検出法について説明

し，4.章では提案手法の有効性を示す．また，文献 [7]にて，文

献 [11]の共起表現法を用いて異なる特徴量間の共起を表現した

ように，提案手法も同一の特徴量以外の共起表現が可能である．

そこで，本研究では，異なる解像度間から得られる HOG特徴

量から共起の表現を行う．これについては，5.章にて説明する．

2. 従来の物体検出法

Viola と Jones の顔検出法 [1] が提案された以降，low-level

な特徴量と統計的学習の組み合わせによる物体検出法が多く提

案されている．提案されている人検出法としては，局所領域に

おける勾配方向をヒストグラム化した Histograms of Oriented

Gradients(HOG)と SVMを用いた人検出法 [3]がある．HOG

特徴量は照明変動に頑健であり，僅かな局所的変化ならば吸収

できるため，高精度な人検出が可能である．近年では，検出性

能を向上させるため，low-level特徴を Boostingにより組み合

わせることで，識別に有効な mid-levelな特徴量を生成する手

法 [11] [12]が提案されている．

Mita et al.は，AdaBoostによって選択された 1個の弱識別

器が，複数の Haar-like特徴量を同時に観測することで共起を

表現する Joint Haar-like特徴 [11]を提案した．Joint Haar-like

特徴は，2値に識別した符号を組み合わせることにより表現さ

れ，組み合わされた Joint Haar-like 特徴の同時確率に基づき

識別を行う．図 1に 3つの符号を組み合わせて Joint Haar-like

特徴を算出する例を示す．この手法は，Violaと Jonesの顔検

出法と比較して，高精度かつ高速に識別することができる．し

かし，選択された特徴量からはどちらのクラスとも言い難い場

合にも 2値に識別するため，間違えた符号を組み合わせた場合，

Joint Haar-like特徴にも影響する．また，検出対象を人とした

場合，人同士の画像中での重なりによる隠れが生じることが多

い．そのため，隠れが生じている部分の特徴量を組み合わせる

ことも考えられる．

そこで，我々は弱識別器の出力が連続値である Real Ad-

aBoostを利用する．Real AdaBoostの弱識別器の出力は，大

量の学習サンプルを用いることで統計的な信頼度を出力する．

信頼度は，プラスの方向へ大きい場合は検出対象である信頼性

が高く，マイナスの方向へ大きい場合は検出対象である信頼性

が低いことを表す．我々は，弱識別器の出力を演算子によって

組み合わせることで共起特徴を生成する．演算子には，和 (+)

と積 (×) を用いることにより，組み合わせによる表現のバリ
エーションを増やすことで，識別に有効な共起特徴を生成する．

3. 共起特徴による人検出

Real AdaBoost の複数の弱識別器から得られる出力と評価

値を演算子により結合した共起特徴を提案する．図 2に提案手

法の流れを示す．本研究は，画像中から検出ウィンドウをラス

タスキャンし，検出ウィンドウから得られる HOG特徴量から

共起特徴を生成し，この特徴により人 (ポジティブクラス)とそ

れ以外 (ネガティブクラス)の判別を行う．本章では，low-level

特徴として用いる HOG特徴量について説明した後，提案する

mid-levelな特徴である共起特徴と Real AdaBoostによる識別

器構築について説明する．

3. 1 low-level特徴：HOG特徴量

Histograms of Oriented Gradients(HOG) 特徴量 [3] とは，

局所領域における輝度の勾配方向をヒストグラム化した特徴ベ

クトルである．近接画素の勾配を局所領域によってヒストグラ

ム化するため，照明の影響を受けにくく，局所的な幾何学変化

に頑健という特徴がある．まず最初に，各ピクセルの輝度 Lか

ら勾配強度mと勾配方向 θ を次式より算出する．

m(x, y) =
√

fx(x, y)2 + fy(x, y)2 (1)

θ(x, y) = tan−1 fy(x, y)

fx(x, y)
(2)

{
fx(x, y) = L(x+ 1, y)− L(x− 1, y)
fy(x, y) = L(x, y + 1)− L(x, y − 1)

(3)

次に，算出された勾配強度 mと勾配方向 θ を用いて，セル

領域 (5× 5ピクセル)において，輝度の勾配方向ヒストグラム
を作成する．ただし，算出された勾配方向は，0◦ − 360◦ とな
るが，0◦ − 180◦ に変換する．これにより，人の服装に対して
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図 4 最終識別器の構築の流れ

図 3 HOG 特徴量算出に用いる領域の構造

影響されない勾配方向が得られる．今回は勾配方向を 20◦ ずつ

に分割することにより 9 方向の勾配方向ヒストグラムを得る．

最後に，次式によりブロック領域 (3× 3セル)毎に特徴量を正
規化して抽出する．

v =
v√√√√(

k∑

i=0

v(i))2 + ε

(ε = 1) (4)

ここで，v は HOG特徴量，k はブロック内の HOG特徴量の

数，εは分母が 0の場合に計算不能になることを防ぐ係数であ

る．ブロックは 1セルずつ移動させながら HOG特徴量の抽出

を行う．検出ウィンドウを 30× 60ピクセルに正規化した場合，
3,240個の特徴量が得られる．

3. 2 共起特徴と Real AdaBoostによる識別器構築

提案する共起特徴を算出し，人とそれ以外の判別する最終識

別器の構築を行う．共起特徴を用いた学習の流れを図 4 に示

す．ここでは，学習部を 3 つに分けて説明する．1 つ目は，1

段階目の Real AdaBoostによる特徴選択 (図 4(a))，2つ目は

low-level特徴の組み合わせによる共起特徴の算出 (図 4(b))，3

つ目は 2段階目の Real AdaBoostによる最終識別器の構築 (図

4(c))である．

3. 2. 1 1段階目の Real AdaBoostによる特徴選択

共起特徴は，複数の HOG 特徴量を組み合わせて算出する．

ここでは，2個の特徴量の組み合わせについて説明するが，提

案手法ではM 個の特徴量の組み合わせについても容易に拡張

することが可能である．得られた 3,240個の HOG特徴量の全

組み合わせから，Real AdaBoostにより最もエラーの少ない 2

個の特徴量の組み合わせを探索した場合，膨大な学習時間が必

要となる．本研究では，効率的な学習を行うために 3,240個の

HOG特徴量から，Real AdaBoostのアルゴリズムを用いて特

徴選択を行い，識別に有効な N 個の HOG特徴量のみの組み

合わせを行う．これにより，検出精度を維持しながら，学習時

間の削減することができる．

まず，HOG特徴量から確率密度分布W+，W− を作成する．

確率密度分布W± は，1 次元のヒストグラムにより表現され，

学習サンプルの重み Dt に基づいて次式より作成する．

Wｊ
+ =

∑

i:ｊ ∈J∧yi=+1

Dt(i) (5)

Wｊ
− =

∑

i:ｊ ∈J∧yi=−1

Dt(i) (6)

ここで，tは学習回数，iは学習サンプルの番号，j は 1次元ヒ

ストグラムの BIN の番号，yi はクラスのラベル y ∈ {1,−1}
を表す．学習サンプル iから特徴量を算出し，特徴量の値に対

応する 1次元ヒストグラムの BINの番号 j へ学習サンプルの

重みDt(i)を加算することで，確率密度分布W± を作成するこ

とができる．1次元ヒストグラムの BIN数は，学習サンプルの

数に応じて適切な値にする必要がある．本研究では，実験より

1次元ヒストグラムの BINの数を 64とした．作成した確率密

度分布W± は，クラス毎の確率密度分布の総和が 1となるよう

に正規化する．

次に確率密度分布W± を用いて，分布の分離度を表す評価値

αを次式より算出する．

α = 1−
∑

j

√
W j

+W j
− (7)

この評価値 αが大きいほどポジティブクラスとネガティブクラ

スの分布が分離していることを意味する．最後に，全てのHOG

特徴量から得られる確率密度分布の分離度を表す評価値 αを用

いて，大きい順にソートを行い，αの大きい方から N 個を特

徴 Poolとする．本研究では，特徴 Poolを 200個とした．

3. 2. 2 low-level特徴の組み合わせによる共起特徴の算出

提案する共起特徴は，Real AdaBoost の複数の弱識別器か

ら得られる出力と評価値を演算子によって結合した特徴量であ

る．そのため，複数の特徴量を演算子により多様な捉え方で観

測することが可能であるため，単一の特徴のみでは識別困難な
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図 5 HOG 特徴量による共起特徴

パターンに対しても高精度な検出が可能となる．

共起特徴算出の方法について説明する．まず，作成したポジ

ティブクラスとネガティブクラスの確率密度分布W+，W− を

用いて，弱識別器の出力 h(�)を算出する．学習サンプルより

得られる特徴量 �の値から，1 次元ヒストグラムの BINの番

号 j を算出し，それに対応した確率密度分布W± から弱識別器

の出力 h(�)を次式より算出する．

h(�) =
1

2
ln

W+ + ε

W− + ε
(8)

ここで，εは分母が 0の場合に計算不能になることを防ぐため

の係数である．本研究では，実験より ε = 0.0000001 とした．

学習サンプルより得られる特徴量 �の値から，1次元ヒストグ

ラムの BINの番号 j より確率密度分布W± の値が得られる．

算出した Real AdaBoost の弱識別器の出力 h(�) と評価値

αを用いて共起特徴を算出する．検出ウィンドウから得られた

HOG特徴量を �，弱識別器の出力を h1(�1)，h2(�2)，評価値

を α1，α2とした場合，下記の 2パターンの組み合わせより共

起特徴 C1，C2を次式より表現する．

C1 = h1(�)α1 + h2(�)α2 (9)

C2 = h1(�)α1× h2(�)α2 (10)

まず，共起特徴C1は，評価値により弱識別器の出力を重み付け

した値の和であるため，2つの特徴量を総合的に捉える特徴量

となる．そのため，片方の特徴量が隠れやノイズ等の外乱の影

響を受けた場合でも，もう 1つの特徴量がクラスをよく表現し

ていればそのクラスを反映した特徴量となる．次に，共起特徴

C2は，弱識別器の出力に評価値を重み付けした値の積をとる

ため，両方の重みつき出力が高いときは高い共起特徴の値，そ

れ以外は小さい共起特徴の値となる．検出時には，検出ウィン

ドウから得られる HOG特徴 �から弱識別器の出力を h1(�1)，

h2(�2)を求め，学習の際に算出した評価値を α1，α2から共起

特徴 C1もしくは C2を算出する．2個の HOG特徴量から共

起特徴を生成する概念図を図 5に示す．特徴 Poolが 200個の

場合，弱識別器の候補は 200個 ×200個 ×2演算子 = 80, 000

個となる．これらの弱識別器候補は，Real AdaBoostを用いた

識別器構築の特徴選択時に自動的に選択される．

3. 2. 3 2段階目の Real AdaBoostによる最終識別器の構築

生成した共起特徴を用いて 2 段階目の Real AdaBoost に

より最終識別器の構築を行う．図 6 に共起特徴を用いた Real

AdaBoostのアルゴリズムを示す．

3. 2. 1にて説明した共起特徴算出のために作成する特徴 Pool

は，更新される学習サンプルの重みに従い学習ラウンド毎に作

成し直す．これにより，前の学習ラウンドで誤識別した学習サ

ンプルに対して重みが高くなるため，このサンプルを正識別す

るような特徴 Poolが各ラウンド毎に作成される．

図 6 Real AdaBoost のアルゴリズム

4. 評 価 実 験

本章では，提案する共起特徴の有効性を示すために，歩行者

検出実験により従来法との比較を行う．

4. 1 データベース

文献 [7]で用いられているデータベースを利用して実験を行

う．このデータベースには，屋外で撮影された映像から，人の

全身を切り出すことで作成されている．背景や照明，人の向き，

人同士による画像中の重なりによる部分的な隠れ，切り出す際

の位置ずれなどを含んでいる．学習用のポジティブサンプルは

2,053 枚，ネガティブサンプルは 6,253 枚，評価用のポジティ

ブサンプルは 1,023枚，ネガティブサンプルは 1,233枚用意さ

れている．図 7に学習に用いたサンプルの一部を示す．

4. 2 実 験 概 要

文献 [7] の評価用データベースを用いて，提案手法と

HOG+Real AdaBoost，特徴量としてHOG特徴量を用いた従
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図 9 提案手法による人検出例

図 7 学習用サンプルの一部

図 8 DET カーブ

来の共起表現法 [11]の比較を行う．

比較には Detection Error Tradeoff(DET) [13]によって評価

を行う．DET とは，横軸に誤識別率，縦軸に未識別率を両対

数グラフによって表したものである．識別器のしきい値を変化

させることによって，誤識別率に対する未識別率の比較を行う

ことが可能である．原点に近いほど検出性能が良いことを表す．

4. 3 実 験

図 8に実験結果を示す．DETカーブでは，原点に近いほど

検出性能が高いことを意味するため，提案手法が他の手法と比

べ，全体的に検出性能が高いことがわかる．誤検出率 5.0%の

未検出率を比較した場合，提案手法は従来の共起表現法よりも

検出率が 6.8%向上している．これは，Real AdaBoostを用い

ることで弱識別器の出力が連続値で表現することが可能となり，

演算子で多様な特徴量の捉え方が可能となったため，検出率が

向上したと考えられる．

4. 4 検 出 実 験

構築した検出器により人検出の実験を行う．人検出を行うた

めに，検出ウィンドウを画像左上からスケールを変化させて複

数回ラスタスキャンする．これにより，人のスケールが異なる

場合でも検出可能となる．人として検出されたウィンドウは，

最後にMean Shiftクラスタリングによる検出ウィンドウの統

合処理を行う [14]．図 9に複数の場所において撮影した映像に

対する人検出例を示す．図 9から高精度な人検出を行っている

ことがわかる．図 9(a)，(b)，(c)は各結果において未検出が多

少あるが，人同士の画像中における重なりによる隠れや人の

素早い動きによるぶれの影響だと考えられる．また，図 9(d)，

(e)，(f)では，幾つか誤検出がみられる．これは，low-levelな

特徴量として HOG特徴量を用いているため，人に似た背景を

人として誤検出してしまうためである．

4. 5 処 理 時 間

提案手法による学習と検出に必要な処理時間を計測する．使

用した PCは，Intel Xeon 2.66GHz，メモリ 3.00GBである．

学習には，4. 1節で示したデータベースを使用し，学習回数

は 200回として，約 2時間を要した．

次に，識別に用いる特徴量の数と精度の関係を提案手法と

従来法の比較を行う．4. 3 節の実験では，HOG 特徴量+Real

AdaBoostでは 500回の学習回数で 500個の特徴量を使用し，

HOG特徴量+従来の共起表現法と提案手法では 200回の学習
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回数で 400 個の特徴量を使用した．提案手法は，HOG 特徴

量+Real AdaBoostと比べて，特徴量の数が少ないにも関わら

ず検出性能が向上している．また，従来の共起表現法と比較し

て，同数の特徴量の数を使用しているが，検出精度が向上して

いる．このことから提案手法は，共起特徴として HOG特徴量

を組み合わせることにより，より識別に適した少数の共起特徴

が生成され，高速，高精度に識別を行うことが可能となったと

考えられる．

人検出の実験では，HOG特徴量を高速に算出するために Inte-

gral Histograms [15]を用いた．検出する画像サイズが 320×240
ピクセルの場合，12,014個の検出ウィンドウをポジティブクラ

スとネガティブクラスに判別する．その結果，1枚の入力画像

を処理するために必要な時間は約 170msecであった．効率良く

識別することにより処理時間を削減する Violaと Jonesが提案

したカスケード型 AdaBoost [1] をすることにより，さらなる

高速な人検出が期待できる．

5. 多重解像度間の共起による人検出

4.章では，一枚の画像から得られる HOG特徴量の空間的な

共起を表現し，人検出における提案する共起特徴の有効性を確

認した．組み合わされる HOG特徴量は，異なる空間的位置か

ら得られる特徴量であった．提案手法では，空間位置が異なる

だけでなく，異なる解像度間から得られる HOG特徴量の共起

の表現も可能である．そこで，本章では多重解像度から得られ

る HOG特徴量の共起を表現し，共起特徴により人検出を行う．

本章では，検出対象を人の上半身とし，形状に特徴がある頭

部と上半身 (頭部から肩にかけての Ωの形状)に分ける．頭部

と上半身の画像を多重解像度により表現し，これらの画像から

得られる HOG特徴量を頭部と上半身から 1個ずつ特徴量を選

択することで共起を表現する．

5. 1 多重解像度間の共起表現

検出対象である上半身画像の中で，特に形状に特徴がある頭

部領域と上半身領域は，特徴を最も表現する解像度が同一であ

るとは限らない．そこで，本研究では多重解像度から HOG特

徴量を抽出し，頭部らしい特徴と上半身らしい特徴を共起特徴

により同時に捉えることを考える．図 10は，128× 128ピクセ
ルの上半身画像と 64× 64ピクセルの頭部画像を入力し，半分
の大きさまで 0.125ずつ倍率を縮小した場合の HOG特徴量を

可視化したものである．本研究では，下記のパラメータにより

多重解像度画像からの HOG特徴量を抽出する．

• パッチサイズ

– 頭部：64× 64，56× 56，48× 48，40× 40，32× 32ピク
セル

– 上半身：128× 128，112× 112，96× 96，80× 80，64× 64
ピクセル

• セルサイズ

– 頭部：8× 8ピクセル
– 上半身：16× 16ピクセル
• ブロックサイズ

– 頭部：2× 2セル

図 10 HOG 特徴量の変化

図 11 多重解像度 HOG 特徴量による共起特徴

– 上半身：2× 2セル
上記のパラメータから HOG特徴量を算出した場合，頭部と

上半身の領域から各 4,860個得られる．これらの HOG特徴量

を用いて 3. 2節にて述べた共起表現法により多重解像度間の共

起を表現を行い人の検出を行う．図 11 に多重解像度間の共起

表現の流れを示す．まず，入力画像から頭部と上半身に分け，

それぞれダウンサンプリングすることで多重解像度画像を作成

し，HOG特徴量を抽出する．次に，頭部と上半身から得られ

る HOG 特徴量を 1 個ずつ用いることにより式 9，式 10より

共起特徴を生成する．これにより，解像度間の共起を表現した

共起特徴を生成することが可能となる．

5. 2 評 価 実 験

提案手法の有効性を示すために従来法との比較実験について

示す．

5. 2. 1 データベース

学習と評価実験を行うための画像を収集した．データベー

スのポジティブサンプルには，明るさ，人の向き，画像に対す
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る人の大きさが異なる場所で撮影した映像から，人の頭部と

上半身を切り出した．ネガティブサンプルには，Caltech 256

database [16]の clutterクラスからランダムに切り出した．学

習用のポジティブサンプルは 4,585 枚，ネガティブサンプル

は 3,738枚用意した．同様に，評価用のポジティブサンプルは

3,920枚，ネガティブサンプルは 10,000枚用意した．学習に用

いたデータベースの一部を図 12に示す．

図 12 ポジティブクラスの上半身画像データベース例

5. 2. 2 実 験

評価用データベースを用いて提案手法と多重解像度 HOG

[3]+Real AdaBoost，多重解像度 HOGの共起 [11]との比較を

行う．比較にはDetection Error Tradeoff(DET)カーブ [13]に

よって評価を行う．

図 13に実験結果を示す．図 13では，提案手法が他の手法と

比べ，全体的に原点に近いことから検出性能が高いことわかる．

誤検出率 0.1%の未検出率を比較した場合，提案手法は従来法

である HOGの共起と比較して未検出率が約 15.0%向上してい

る．これは，Real AdaBoostを用いることで弱識別器の出力が

連続値で表現することが可能となり，演算子で多様な特徴量の

捉え方が可能となったため検出率が向上したと考えられる．

図 13 DET による比較結果

図 14に複数の場所において撮影した映像に対する人検出例

を示す．人同士の重なりによる隠れが発生しても，精度良く検

出できていることがわかる．さらに，頭部と上半身の形状を同

時に捉えることで，向きに依存せず人の検出を行うことができ

ている．

5. 3 考 察

学習時に選択された特徴量から提案手法の考察を行う．図 15

に学習時に選択された HOG 特徴量を可視化した結果を示す．

HOG特徴の勾配方向を 9方向で表現しており，輝度が高いほ

ど Real AdaBoostにおける識別に有効な特徴量として選択さ

れたことを表す．図 15(e)に示すように，形状に沿った勾配に

対応する HOG特徴が選択されていることがわかる．また，図

15(a)，(b)，(c)，(d)に最終識別器の各ラウンドにおいて選択

された HOG特徴量を示す．特徴選択の傾向が出やすい学習の

初めでは，頭部は高解像度の HOG特徴が選択され，上半身は

低解像度の HOG特徴量が選択されていることがわかる．この

ことから頭部は高い解像度の方が特徴を表現しやすく，上半身

は低解像度の方が特徴を表現しやすいと考えられる．これを確

かめるために学習によって選択された HOG特徴量を解像度毎

にヒストグラムで表現した図 16に注目する．頭部は，比較的解

像度の高い画像から得られる HOG特徴が選択される傾向があ

り，上半身は高解像度の HOG特徴量が最も選択されているが，

頭部に比べ低解像度の HOG特徴量が選択される傾向がある．

これは，学習サンプルの平均勾配画像からもわかるように，頭

部のように勾配にばらつきが少ないと，高解像度の HOG特徴

量が選択され，上半身のように勾配が分散していると，低解像

度の HOG特徴量が選択されている．今回作成したデータベー

スの上半身画像は，肩のラインが性別，衣服，年齢によって差

異があったため，肩のラインの勾配の分布にばらつきがあった．

低解像度画像からの HOG特徴量は，広い範囲でヒストグラム

をまとめることになるため，このばらつきを吸収することがで

きたと考えられる．一方，頭部画像は勾配のばらつきが小さい

ため，局所領域でも頭部のラインを捉えることができるため，

高解像度の HOG特徴量が選択されたと考えられる．

6. お わ り に

本稿では，Boosting に基づく特徴量の共起表現法とそれを

用いた人検出法を提案した．提案手法は，low-level特徴として

HOG特徴量を入力とした Real AdaBoostの弱識別器の出力で

ある連続値と評価値を，演算子によって結合した共起特徴から

Real AdaBoostを用いて人と人以外に判別する．共起特徴は，

複数の特徴を演算子により多様な捉え方で観測することが可能

な特徴量であるため，従来の共起を表現する方法よりも高精度

な検出が可能となった．

今後は，共起特徴に用いる演算子に差 (−)を加え，多クラス
の識別に拡張する予定である．
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