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1.はじめに
事例ベースの識別器の学習法である Exemplar-SVM(E-

SVM)[1]は，多様な見えの変化に対して頑健に識別が可能
であり，多くのサンプルを保持することなく，最近傍探索
が可能である．E-SVMによる識別は，ポジティブサンプ
ルの数だけ識別器を必要とし，その全ての識別器に未知の
サンプルを入力する必要がある．そのため，識別時には膨
大な処理時間を要する．そこで，本手法では識別器に対し
近似計算を導入した高速化手法である，二値ベクトル分解
[2, 3]の考えに基づき E-SVMの高速化を行う．E-SVMの
重みベクトルの相関を元にグルーピングし，各グループに
対して行列分解を行うことで識別の高速化を実現する．
2.提案手法
本手法では，E-SVMの高速化のために，識別器の重み

ベクトルwをスタックした重み行列Wを基底数 kの実数
スケール係数行列Cと二値基底行列Mに分解し，近似内
積計算を行う．分解をより効率的に行うために相関の高い
重みベクトルのみから重み行列Wg(g = 1, 2, . . . , G)を作
成するためのグルーピングを行い，各グループの重み行列
W に対して実数スケール係数行列 C と二値基底行列M
に分解する．
2.1.行列分解

E-SVMは Exemplar数 (ポジティブサンプル数)E 個の
二クラス識別器を用いて多様な見えの変化に対して頑健な識
別器を学習している．図 1に示すように，Exemplar数の重
みベクトルw ∈ RD が算出され，これら全ての重みベクト
ルwi (i = 1, 2, . . . , E)と入力特徴ベクトル x ∈ {−1, 1}D

との内積計算が必要となるため処理時間を要する．この問
題に対し本手法では，図 1(b) に示すように，重みベクト
ルをスタックした重み行列W ∈ {w1,w2, . . . ,wE} を基
底数 k の二値基底行列M ∈ {−1, 1}D×k とスケール係数
行列C ∈ Rk×E に分解する．重み行列の分解は，式 (1)の
コスト関数を最小化するように二値基底行列Mとスケー
ル係数行列 Cを最適化する．

||W − MC||2F (1)

Algorithm 1 行列分解
function matrix decomposition (W, L, k, X)
for l = 1 to L do

Ml を {−1, 1} の乱数で初期化.
Cl を実数の乱数で初期化.
repeat

C = (MTM)−1(MTW)
M = arg min

M∈{−1,1}D×k

‖W −MC‖2F

until 式 (1) が収束
end for
{Ml} と {Cl} のうちコスト関数 E を最小とする二値基底行
列と基底スケール係数行列を M̂, Ĉ とする.

return M̂, Ĉ

二値ベクトル間の内積計算は，ハミング距離の計算に置
き換えることができるため，高速な演算が可能となる．し
かし，行列分解では，全ての重みベクトルに対して共通の
二値基底行列Mを用いて表現するため，識別器の重みベ
クトル間に相関がない場合は，分解前の識別精度を維持す
るために多くの基底数が必要となる．すると，図 1に示す
ように重みベクトルを独立で分解するベクトル分解 [2, 3]
に比べ計算時間が増加するという問題がある．
2.2.分解対象行列のグルーピング
本手法では，ベクトル間の距離に基づき相関の高い重みベ

クトルのグルーピングを行う．ベクトルwi(i = 1, 2, . . . , E)

図 1 : 重み行列Wの分解

とベクトルwj(j = 1, 2, . . . , E)の距離を式 (2，3)に示す．

z = max{||wa|| a = i, j} (2)

ND = −
„

||wi − wj ||
z

− 1

«

(3)

距離 ND は −1 ∼ 1の実数であり，ND = 1であるとき，
重みベクトル wi と wj が同じとなり，ND = −1である
とき，重みベクトル wi と wj は反対の向きのベクトルを
表す．グルーピングでは，しきい値 thcorre と NDを使用
し |ND| > thcorre であるベクトルを同じグループとする．
2.3.グルーピングを用いたカスケード構造の構築
行列分解は二値基底行列M について-1 と 1 の全ての

組 み合わせを試行するため，基底を 1 つ増やすと分解に
必要な時間が 2 倍となる．そのため，基底数が増加する
と現実的に分解できない．そこで，逐次的に行列分解し，
カスケード構造を構築することで分解に必要な時間を削減
する．また，カスケード構造の識別器を構築することで，
識別時に近似内積計算の早期棄却ができるため，演算回数
の削減が可能となる．カスケード構造の構築は，1段目で
重み行列Wに対して行列分解を行い，2段目以降では残
差行列Rに対して行列分解を行う．残差行列Rは，前の
段で相関がないベクトルも分解により相関が高くなること
がある．そこで，図 2に示すように残差行列においてもグ
ルーピングすることで，各段で最適なグループを作成する．
グルーピングと行列分解によるカスケード構造の構築法を
Algorithm2に示す.

Algorithm 2 カスケード構造の構築
Require: W, k, N，L

R←W
for n = 1 to N do
残差行列 Rにおける重みベクトル間の距離を式 (2, 3)より
算出
|ND|がしきい値 thcorre 以上である重みベクトルをグルー
ピングし G 個の残差行列 R を作成
for g = 1 to G do
残差行列 Rg を行列分解により M̂n と Ĉn に分解

end for
R← R− M̂nĈn

end for
return {M̂}, {Ĉ}

Algorithm2では，分解時はそれぞれのグループ毎で基底
数 k の行列分解を行う．
2.4.カスケード型識別器による早期棄却

Algorithm2 で構築したカスケード構造を持つ識別器
により識別を行う. カスケード型識別器は段数 n(n =
1, 2, . . . , N) が多いほどより正確に識別できる. しかし，
識別境界から大きく離れたネガティブサンプルは少ない段
で判定することが可能である. そこで，さらなる高速化の
ために，識別境界から大きく離れた非検出対象クラスに対
して近似内積計算を打ち切るための早期棄却法を導入する.
識別時は，図 3 のように各段の近似内積計算で算出さ

れたスコアとしきい値 t ∈ RE により非対象クラスの棄却
する.



図 2 : グルーピングを用いたカスケード構造の構築

図 3 : カスケード型識別器による早期棄却

n段目における各識別器の出力 sn,j ∈ RE は式 (4)の近
似内積計算により算出する.

sn,j =
n

X

i=1

CT
i MT

i x (4)

MT
i xは二値同士の内積となるので，xの次元数をDとし

たとき，式 (5)で計算することができる.

MT
i x = D − 2HammingDistance(Mi,x) (5)

式 (5)の HammingDistanceは XOR演算とビットカウン
トで計算できるため，高速な演算が可能となる. ビットカ
ウントは，Streaming SIMD Extensions(SSE)4.2より実
装されている POPCNT関数を使用することで高速な，演
算が可能となる.
非対象クラスの棄却は段数 nの近似内積計算により算出

されたスコア sn をしきい値処理することにより決定する.
このとき，カスケードのしきい値 tはすべて 1とする. 入
力画像を I，入力画像から得られる検出ウィンドウの総数
を Lとしたときの近似内積計算と早期棄却による物体検出
をAlgorithm3に示す.

Algorithm 3 提案手法による物体検出
Require: M, C, I, N

for l = 1 to L do
検出ウィンドウ I(l) から特徴ベクトル xl を抽出.
for n = 1 to N do //N : カスケード数

sn =

kn
X

i=1

CT
i MT

i xl

if sn < tn then
yl = 0
break //近似計算の打ち切り

end if
end for
yl = arg max

j∈J
sN,j

end for

return y1, y2, . . . , yL

3.評価実験
実験に用いる識別器は E-SVM とし，データセットの

画像から抽出した B-HOG 特徴量 [4] を使用する. また，
識別精度と 1 枚あたりの識別時間を比較する. 識別時
間の比較では，CPU:Intel Xeon CPU X7542@2.67GHz，
RAM:256GBのPCを用いる. 評価実験では，Hareらの分
解法と Yamauchiらの分解法を適用した Exemplar-SVM
の識別器と比較する．実験に用いるデータセットは，PAS-
CAL VOC2007 としクラスは car を使用する．学習時に
おける Exemplar の総数は 253 枚で，ネガティブサンプ
ルは約 500000枚である．識別時にはポジティブサンプル
553枚とネガティブサンプル約 700000枚を使用する．False
Positive par window = 0.01であるときの識別時間と識別
精度を図 4 に示す．図 4 より識別精度が同等であるとき，

図 4 : 識別時間と識別精度

棄却無しの提案手法は分解前に比べ約 140倍，棄却を行う
ことで約 200倍高速な識別を可能とした．
4.おわりに
本研究では Exemplar-SVMで学習した識別器に対して

グルーピングと行列分解を行うことで，分解前に比べ約 200
倍高速な識別を実現した．今後はその他のオブジェクトに
対して提案手法を適用させる．
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