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1.はじめに
強化学習とは，数値化された報酬を最大とするために，

未知の環境において，エージェントが何をすべきか学習す
る問題である. 深層強化学習法の一つである UNREAL
[1]は異なる複数の補助タスクを学習時に導入することで，
ゲームタスクにおいて高いスコアを達成している．しかし，
UNREALで用いられる全ての補助タスクが，あらゆる環
境において必ずしも有効であるとは限らない．そこで，本
研究では補助タスクを問題に合わせ適応的に選択すること
で，効率的に学習する手法を提案する．
2.UNREAL

UNREALは，非同期的な学習法である Asynchronous
Advantage Actor-Critic (A3C) [2]をベースに，教師なし
学習の異なる 3つの補助タスクをメインタスクと並列に実
行する手法である．UNREALにおける損失関数LUNREAL

を式 (1)に示す．

LUNREAL = LA3C + LVR +
∑
c

L
(c)
Q + LRP (1)

第 1 項の LA3C はメインタスクである A3C の損失関数，
第 2項から 4項は各補助タスクの損失関数であり，LVRは
Value Function Replay，

∑
c
L

(c)
Q は Pixel Control，LRP

はReward Predictionである．Value Function Replayは
過去の経験をシャッフルし，状態価値関数 V (s) を学習す
るタスクである．Pixel Control は画像の画素が大きく変
化する行動を学習するタスクである．Reward Prediction
は報酬を獲得した経験を優先して学習し，未来の報酬を予
測するタスクである．
3.提案手法

UNREALの各補助タスクは，環境によってその有効性
が異なるため，メインタスクの学習を妨げるという問題が
ある．本研究では，環境に合わせてどの補助タスクを用い
るかを適応的に選択するタスク Auxiliary Selection を提
案する．

3.1.Auxiliary Selection

図 1にAuxiliary Selectionを導入したUNREALのネッ
トワーク構成を示す．Auxiliary Selection には，Replay
Buffer内に格納された画像を入力し，状態価値関数 VAS(s)
と方策 πAS を出力する．方策 πAS は各補助タスクを用い
るかどうかを表す値である．各補助タスクに対する重み
を CPC = {0, 1}，CVR = {0, 1}，CRP = {0, 1}とすると
き，πAS = (CPC, CVR, CRP)と表す．このとき，Auxiliary
Selectionのネットワークは A3Cのネットワークを共有し
ない．このように，環境に合わせて補助タスクを適応的に
選択することで，補助タスクを設計する際の効率化を図る．
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図 1 : 提案手法のネットワーク構成

3.2.損失関数
従来の UNREALの損失関数である式 (1)をもとに，提

案手法の損失関数 Lproposed を式 (2)のように定義する．

Lproposed = LA3C + CVRLVR + CPC

∑
c

L
(c)
Q + CRPLRP (2)

提案手法では，Auxiliary Selection から獲得する CVR，
CPC，CRP と各補助タスクの損失関数の積を取ることで，
最適な補助タスクのみを用いた学習を実現する．
4.評価実験
提案手法の有効性を評価実験により検証する．

4.1.実験概要
評価データとして，Deep Mind Lab [3]のnav maze sta-

tic 01 (maze)，seekavoid arena 01 (seekavoid)，lt horse-
shoe color (horseshoe)の 3種類のゲームを用いる．本実
験では，全補助タスクを用いた場合 (UNREAL)，Pixel
Control のみの場合 (PC)，Value Function Replay のみ
の場合 (VR)，Reward Prediction のみの場合 (RP)，提
案手法 (proposed)を比較する．maze及び seekavoidでは
5.0× 107 ステップ，horseshoeでは 1.0× 108 ステップま
で学習を行い，ステップ毎のスコアを比較する．

4.2.実験結果
各ゲームにおけるスコアの推移を図 2 に示す．従来の

UNREALおよび特定の補助タスクを用いた場合を比較す
ると，mazeではUNREAL及び PC，seekavoidではVR，
horseshoeでは UNREALが最適な補助タスクの選択であ
ることが分かる．一方，提案手法は maze及び horseshoe
において，UNREAL と同等のスコアを達成した．また，
seekavoidでは，最適な補助タスクを選択することで，UN-
REALのスコアを上回り，最も高いスコアを獲得した．
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図 2 : 各ゲームにおける学習ステップ毎のスコア
4.3.考察
各ゲームの 1 エピソードにおける補助タスクの選択回

数を表 1に示す．ここで，選択回数とは 50エピソード間
の平均の選択回数であり，括弧内は 1エピソード内で選択
する割合を表す．seekavoid では最適な補助タスクである
VR，horseshoeでは PCと RPを安定して選択し，maze
では全ての補助タスクが同等に選択されている．mazeは
UNREALと同様に全ての補助タスクを選択するため，最
適な補助タスクである UNREAL と同等のスコアを獲得
したと考えられる．したがって，UNREAL に Auxiliary
Selection を導入することで，環境に合わせた補助タスク
を選択でき，効率的な学習を実現していると言える．

表 1 : 1エピソードにおける補助タスクの選択回数
環境 \補助タスク PC VR RP

maze 435.4(48.3%) 487.8(54.1%) 369.0(41.0%)

seekavoid 0.3(0.1%) 300.0(100.0%) 0.0(0.0%)

horseshoe 8545.1(94.9%) 14.1(0.1%) 8998.2(99.9%)

5.おわりに
本研究では，学習に用いる補助タスクを適応的に選択す

る Auxiliary Selectionを提案した．DeepMind Labを用
いた実験により，効率的に学習できることを示した．今後
は，新たな補助タスクを導入し，多様な補助タスクでの提
案手法の有効性などが挙げられる．
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